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提　要：如何提高强对流天气的客观分类和时空预报的准确性一直是天气预报中的难点。文章将机器学习分类算法融合中

尺度模式，实现了雷暴大风和短时强降水的逐小时预报。具体算法为：首先利用ＸＧＢｏｏｓｔ分类算法和１０年以上历史数据建

立强对流分类潜势预报模型；其次通过统计ＣＭＡＳＨ９模式要素的最佳空间邻域半径和概率密度分布特征，基于组合最优评

分提取要素阈值，建立要素空间邻域“配料”模型；最后通过联合判别将机器学习分类方法和要素空间邻域“配料法”融合，建

立雷暴大风和短时强降水的逐小时预报模型。检验表明：该融合方法显著优于数值模式预报结果和国家下发指导产品，

２０２１—２０２２年短时强降水２４小时逐小时预报的平均命中率为０．５１，ＴＳ为０．１５，相比模式的改进率分别为８２％和３６％；雷暴

大风２４小时逐小时预报的平均命中率达到０．３７，ＴＳ为０．０７，相比模式（反射率因子≥４５ｄＢｚ）的改进率分别为６８％和１３３％，

显著提高了雷暴大风的预报准确性。

关键词：分类强对流，ＸＧＢｏｏｓｔ算法，中尺度模式，空间邻域，概率密度分布
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强对流天气主要包括冰雹、雷暴大风、短时强降

水和龙卷，一直是天气预报业务中的难点，其中一大

挑战是分类强对流天气预报（郑永光等，２０１７）。热

力和动力物理参数敏感性分析及利用“配料法”，统

计分析方法以及高分辨率数值模式进行客观预报方

法的研究逐渐成为预报强天气潜势的基础（郑永光

等，２０１５；漆梁波，２０１５；孙继松和陶祖钰，２０１２；俞小

鼎等，２０１２；王秀明等，２０１４）。“配料法”由Ｄｏｓｗｅｌｌ

Ⅲｅｔａ１（１９９６）提出，该方法物理量意义明确，在强

对流的潜势分类预报中得到广泛应用。利用探空数

据或数值模式数据计算物理意义明确的对流参数和

物理量并作为预报因子，结合基于历史资料获得的

统计关系或经验阈值，可以较好地区分强对流天气

的类型并进行潜势预报（刘晓璐等，２０１４；李耀东等，

２００４；俞小鼎，２０１１）。周方媛等（２０２０）利用探空资

料计算对流参数及时间变量，采用逐步回归方法建

立了分类强对流的潜势预报方程，并提出基于关键

对流参数的分级预报方法。雷蕾等（２０１１）、马淑萍

等（２０１９）、王迪等（２０２０）、高晓梅等（２０１８）、樊李苗

和俞小鼎（２０１３；２０２０）利用探空或者再分析资料计

算对流参数和物理参数的变化，通过统计冰雹、雷暴

大风和强降水相关性较好的预报因子和阈值，大致

可以区分风雹类与强降水天气。曾明剑等（２０１５）基

于中尺度数值模式的对流参数，通过筛选物理量和

权重分配得到了分类强对流天气的概率预报。张小

玲等（２０１０）较早基于“配料法”开展了暴雨预报试

验；朱月佳等（２０１９）借鉴“配料法”的思路建立了基

于集合预报的对流联合概率预报方法；张华龙等

（２０２１）提出基于显著性和敏感性评价的物理量优选

和因子分析法，构建分区短时强降水的概率预报模

型，对区域性短时强降水取得了较好的应用效果；赵

渊明和漆梁波（２０２１）应用动态权重多模式集成方法

改进了短时临近定量降水概率预报；田付友等

（２０２４ｂ）设计了融合模糊逻辑方法的分类强对流客

观短期概率预报系统，在国家级业务中得到应用。

上述研究侧重于探空或数值模式资料的常规统

计方法应用于强对流分类预报。人工智能算法拥有

强大的非线性拟合能力，善于处理高维数据信息，可

以自动挖掘数据背后的物理关系，而较少地依赖人

的经验，在强天气领域展现出较强的预测和学习能

力（周康辉等，２０２１ａ；ＭｃＧｏｖｅｒｎｅｔａｌ，２０１７；Ｈａｎ

ｅｔａｌ，２０１７；Ｌａｇｅｒｑｕｉｓｔｅｔａｌ，２０１７；Ｓｕｎｅｔａｌ，２０１４）。

基于探空数据计算对流指数因子，利用ＢＰ神经网

络方法应用于闪电潜势预报（陈勇伟等，２０１３）和雷

暴潜势预报模型建模（赵旭寰等，２００９；杨仲江等，

２０１３），取得了较好的预报效果。Ｍａｎｚａｔｏ（２０１３）同

样利用探空计算的对流指数因子，构建多个神经网

络模型，并用集成学习算法，得到更有效的冰雹预

报。周康辉等（２０２１ｂ）基于多源观测数据和高分辨

率数值天气预报数据的特性，构建了一个双输入、单

输出的深度学习语义分割模型，可较好地实现０～

６ｈ的闪电落区预报。韩丰等（２０２１）利用探空站的

大气层结和对流参数作为特征参数，基于集成学习

方法，建立短时强降水事件预报模型，通过使用分段

权重损失函数调优，提升模型预报的准确率。朱岩

等（２０２１）利用ＸＧＢｏｏｓｔ机器学习方法建立基于数

值模式预报物理因子的短时强降水预报模型，能较

好地描述强降水发生的概率和落区。李文娟等

（２０１８）基于数值模式和随机森林算法建立了分类强

对流的潜势预报模型。ＨｅｒｍａｎａｎｄＳｃｈｕｍａｃｈｅｒ

（２０１８）利用ＮＯＡＡ全球集合预报系统数据，构建了

随机森林模型，能够实现２～３ｄ的极端降水预报。

Ｚｈｏｕｅｔａｌ（２０１９）将６层卷积神经网络应用于分类
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强对流的潜势预测，利用ＮＣＥＰ再分析资料计算的

超过１００个对流指数和物理量，开展强对流天气的

分类训练，其分类强对流预报产品已经成为中央气

象台强对流天气预报重要的业务参考产品（张小玲

等，２０１８）。

综上所述，基于探空或数值模式的机器学习方

法在强对流预报方面表现出良好的应用前景，但是

上述研究侧重于人工智能方法的大数据自动建模，

模型的可解释性相对较差。将传统“配料法”和机器

学习算法融合可能是改进强对流预报的有效方法之

一。因此，本文通过构建数值模式资料的机器学习

分类和“配料法”的融合方法，探讨提高短时强降水

与雷暴大风时空分辨率和预报准确率的方法。

１　数据和方法

１．１　格点化实况分析场数据

观测数据来源于华东地区１１３００个自动气象

观测站点，其中浙江省有１７２８个，短时强降水实况

选用逐小时降水资料，判识标准为小时降水量超过

２０ｍｍ。雷暴大风实况使用自动观测资料和闪电监

测资料进行综合判断，闪电定位仪数据采用最邻近

插值方法插值到０．２５°×０．２５°网格点上，形成小时累

计闪电次数网格数据，再采用最邻近插值方法将闪电

网格数据插值到观测站点。小时累计闪电次数≥１

次并且该时次小时极大风速≥１７．２ｍ·ｓ
－１，则判定

该自动站出现雷暴大风。站点数据经质量控制后再

进行格点化处理，得到短时强降水、雷暴大风的格点

分析场数据，分辨率为０．０５°×０．０５°，数据用于分类

强对流的数值模式预报数据的提取和检验。

１．２　数值模式分析场和预测数据

数值模式分析场采用 ＮＣＥＰ１°×１°再分析资

料，用于构建１０年以上的分类强对流机器学习训练

集；预 报 则 采 用 浙 江 快 速 更 新 同 化 系 统

（ＺＪＷＡＲＲＳ）数据，空间分辨率为０．０３°×０．０３°，逐

３小时更新，计算得到高时空分辨率的强对流潜势

分类预报场。分类强对流逐小时预报模型的构建采

用中尺度数值模式ＣＭＡＳＨ９数据。模式统计资

料时间段为２０１９—２０２１年４—９月，范围为２７°～

３１．５°Ｎ、１１７．５°～１２３°Ｅ。数据处理为等经纬度网格

数据，水平分辨率为０．０５°×０．０５°。本研究中，为了

统一数值模式的空间分辨率，采用双线性插值的方

法，将不同空间分辨率的数值模式数据均插值至

０．０５°的空间分辨率，大致相当于５ｋｍ。

１．３　方法和步骤

融合方法的设计分为三个步骤。

（１）基于ＸＧＢｏｏｓｔ机器学习方法实现雷暴大风

和短时强降水天气的客观分类和潜在落区预报；

（２）统计分析中尺度模式预报降水和物理量的

最佳空间邻域半径和概率密度分布特征，利用组合

最优ＴＳ评分提取物理量阈值，构建要素空间邻域

“配料”模型；

（３）对机器学习分类预报结果与“配料”组合因

子的二分类（有／无）判别场进行联合判别，最终得到

雷暴大风和短时强降水的逐小时确定性预报。

２　基于ＸＧＢｏｏｓｔ的强对流分类潜势

预报模型

２．１　犡犌犅狅狅狊狋的原理

ＸＧＢｏｏｓｔ是当前广泛应用的机器学习算法之

一，是由ＣｈｅｎａｎｄＧｕｅｓｔｒｉｎ（２０１６）提出来的一种基

于Ｂｏｏｓｔｉｎｇ思想的集成学习算法，是梯度提升迭代

决策树（ＧＢＤＴ）的改进，具有防止过拟合、算法效率

高、损失计算精确等特点，对稀疏数据的处理能力卓

越，其原理是通过弱分类器的迭代计算来实现精确

分类。首先将原始数据集分割成多个子数据集，将

每个子数据集随机分配给基分类器进行预测，然后

将弱分类的结果按照一定的权重进行计算，由模型、

参数和目标函数组成。其中，模型是根据给定的输

入样本因子预测输出的结果，参数是指最终建立的

最优模型对应的系数，而目标函数的优化情况则决

定了模型的准确性，目标函数优化得越好，预测结果

就越接近真实值。目标函数由两部分组成，如式（１）

所示：

Ｏｂｊ（θ）＝∑
狀

犻＝１

犔（狔犻，狔

　 　 〈

犾）＋∑
犓

犽＝１

Ω（犳犽） （１）

式中：右侧第一项代表损失函数，狀表示所用的样本

数量，狔犻表示真实值，狔

　 　 〈

犾表示预测值；右侧第二项是

正则化项，用于控制模型的复杂度，防止过拟合，犓

表示共有犓 颗决策树，犳犽 表示当前迭代的误差。

ＸＧＢｏｏｓｔ采用加法训练，即模型的收敛目标不
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是直接优化整个目标函数，而是分步优化目标函数，

如式（２）所示：

狔

　 　 〈

犻
（０）
＝０

狔

　 　 〈

犻
（１）
＝犳１（狓犻）＝狔

　 　 〈

犻
（０）
＋犳１（狓犻）

狔

　 　 〈

犻
（２）
＝犳１（狓犻）＋犳２（狓犻）＝狔

　 　 〈

犻
（１）
＋犳２（狓犻）（２）

　　　

狔

　 　 〈

犻
（犽）
＝∑

犽

犼＝１

犳犼（狓犻）＝狔

　 　 〈

犻
（犽－１）
＋犳犽（狓犻）

式中：狔

　 　 〈

犻
（犽）为第犽轮模型预测，狔

　 　 〈

犻
（犽－１）为保留前面

犽－１轮的模型预测，犳犽（狓犻）为新加的函数。将式

（２）代入式（１），可以得到模型在训练第犽棵决策树

时的目标函数为：

Ｏｂｊ（θ）＝∑
狀

犻＝１

犔［狔犻，狔

　 　 〈

犻
（犽－１）
＋犳犽（狓犻）］＋Ω（犳犽）

（３）

　　其中心思想为不断进行特征分裂生长成树，每

次生成的树是一个新函数，用来拟合上次的残差；最

后将每个叶节点的计算值相加即为最终的预测值。

式（３）中，右侧第一项是损失项。与其他常用的组合

预测模型随机森林和梯度提升回归树相比，ＸＧＢｏｏｓｔ

通过列采样和两阶泰勒展开以及正则项，具有更好

的性能和良好的拟合能力，并且运行速度比大多数

模型都要快。

２．２　机器学习强对流潜势分类模型构建过程

２．２．１　选取预报因子

本文将ＸＧＢｏｏｓｔ机器学习算法应用于强对流

的环境场分类。将基于 ＮＣＥＰ再分析资料０８时

（北京时，下同）分析场计算的若干对流指数和物理

量指标作为输入变量，包括水汽因子、热力因子、动力

因子、特殊高度层及综合指数等共６８类组成预报因

子数据集，涵盖了地面至５００ｈＰａ的多层次要素，具

体参见李文娟等（２０１８）。通过机器学习的多分类算

法，学习不同类型强对流（短时强降水、雷暴大风）环

境场的特征差异性，以达到强对流客观分类的目的。

２．２．２　选取目标变量

目标变量分为三类，分别是短时强降水、雷暴大

风和无强对流天气。以２００５—２０１８年浙江省６９个

基准站点的监测实况为标准，选取时段为０８—２０

时，考虑到 ＮＣＥＰ再分析资料的空间代表性，雷暴

大风选取影响范围相对较大的过程，至少三个站点

出现８级或以上雷暴大风记为一次过程；短时强降

水发生概率远高于雷暴大风过程，因此考虑到多分

类训练数据的平衡性，仅选取１１个地市级代表站的

短时强降水过程，任一个站点出现２０ｍｍ·ｈ－１以

上降水，记为一次过程。强对流天气往往是相伴产

生的，为了取样的平衡性，在分类过程中遵循一定的

原则，对于雷暴大风和短时强降水均出现的情况，一

般记为雷暴大风过程，但降水强度在５０ｍｍ·ｈ－１

及以上的极端降水则同时标记为短时强降水和雷暴

大风过程；无强对流样本选择余地较大，为了增加与

强对流天气的区分度，挑选标准以全省６９个基准站

无雷暴日和小于１０ｍｍ·ｈ－１降水样本为主。由于

训练数据对局地性、分散性强对流采样不足，可以通

过构建动态学习库的方式，将预报失败的样本重新

进入训练库，来弥补局地强对流的训练不足。

最终得到的数据集由１４４０个样本组成。其中，

短时强降水４１８个，雷暴大风３４７个，无强对流样本

６７５个。按照近似８∶２的比例随机划分为训练集

和测试集：约８０％的样本用于建立强对流潜势分类

模型，剩余的约２０％的样本用于开展独立检验。

２．２．３　模型参数设置

模型训练参数的设置有三种：一般参数、提升参

数和学习参数，调整的参数主要有每棵树的最大深

度、学习率和损失函数以及迭代次数。树深参数设

置越大越容易过拟合，默认设置为６；学习率指每个

迭代产生的模型的权重，该参数越小计算速度越慢，

该参数过大，则有可能无法收敛，默认设置为０．０５；

解决不同的问题，选择不同的损失函数，该模型选择

解决多分类问题的损失函数；最大迭代次数的设置

则根据模型的收敛情况进行调整。

２．３　精度评价和重要性因子评价

为了客观评测多分类模型的分类效果，利用混

淆矩阵和准确率进行模型评价。混淆矩阵是衡量分

类模型准确度最直观、计算最简单的方法，具体定义

如表１所示，其中ＴＰ表示正类样本中分类正确的

数量，ＦＮ表示将正类误分为负类的样本数，ＦＰ表

示将负类错分为正类的样本数，ＴＮ表示负类样本

中分类正确的样本数。分类正确的样本在样本总数

中的占比即为准确率，这是分类器最常用到的评价

表１　混淆矩阵

犜犪犫犾犲１　犆狅狀犳狌狊犻狅狀犿犪狋狉犻狓

条件 预测为真 预测为假

实际为真 ＴＰ ＦＮ

实际为假 ＦＰ ＴＮ
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指标；准确率越高，分类器越好。最后模型在测试集

的混合矩阵结果如表２所示。

　　由表２计算可得，ＸＧＢｏｏｓｔ模型预测准确率达

到８５．９６％，说明模型的整体分类性能较好，有无强

对流的分类准确率达到９６％，对短时强降水和雷暴

大风的分类准确率也达到７６％以上，由于强对流往

往相伴产生，模型的训练期样本在分类的过程中，会

存在混淆的情况，也会导致一定错误率的增加。

　　ＸＧＢｏｏｓｔ算法可通过影响强对流分类因子的

重要性排序增加模型的可解释性，数值越大表示越

表２　犡犌犅狅狅狊狋模型预测的混淆矩阵（样本数）

犜犪犫犾犲２　犜犺犲犮狅狀犳狌狊犻狅狀犿犪狋狉犻狓狅犳犡犌犅狅狅狊狋犿狅犱犲犾狆狉犲犱犻犮狋犻狅狀

实况 无强对流 短时强降水 雷暴大风

无强对流 １２７ ４ １

短时强降水 ３ ７１ １９

雷暴大风 ４ ９ ４７

重要。图１ａ可见，强对流分类因子的前三项显著高

于其他指标，沙氏指数（ＳＩ）表征热力不稳定，在有无

强对流的分类过程中贡献最高；其次是整层可降水

量（ＰＷ），是短时强降水分类贡献最为显著的因子；

　　　　注：

ＳＩ：沙氏指数 ＴＴ：总温度指数 犜８５０－５００：８５０ｈＰａ与５００ｈＰａ温度差

ＰＷ：整层可降水量 ＢＬＩ：最佳抬升指数 ＲＨ５００、ＲＨ８５０和ＲＨ９２５：５００、８５０、９２５ｈＰａ相对湿度

ＳＳＩ：风暴强度指数 Ｑｆｌｕｘ８５０：８５０ｈＰａ水汽通量 Ｖｏｒ７００、Ｖｏｒ８５０和Ｖｏｒ９２５：７００、８５０、９２５ｈＰａ涡度

ＢＣＡＰＥ：最佳不稳定能量 Ｓｈｒ０～６：０～６ｋｍ垂直风切变 狇５００、狇８５０和狇９２５：５００、８５０、９２５ｈＰａ比湿

图１　ＸＧＢｏｏｓｔ对强对流分类前十位因子重要性排序

（ａ）强对流分类，（ｂ）短时强降水，（ｃ）雷暴大风

Ｆｉｇ．１　Ｉｍｐｏｒｔａｎｃｅｒａｎｋｉｎｇｏｆｔｈｅｔｏｐ１０ｆａｃｔｏｒｓｏｆｓｅｖｅｒｅｃｏｎｖｅｃｔｉｏｎｃｌａｓｓｉｆｉｃａｔｉｏｎｂｙＸＧＢｏｏｓｔ

（ａ）ｃｌａｓｓｉｆｉｃａｔｉｏｎｏｆｃｏｎｖｅｃｔｉｖｅｓｔｏｒｍ，（ｂ）ｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌ，（ｃ）ｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅ
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排序第三的是总温度指数（ＴＴ），表征大气中的总能

量，在雷暴大风分类中贡献显著；其他表征环境高低

层温差（犜８５０－５００）和中低层水汽含量（比湿狇、相对湿

度ＲＨ）的因子贡献相当。从短时强降水和雷暴大

风的分类因子重要性排序可见（图１ｂ，１ｃ），短时强

降水排序靠前的是ＰＷ、狇９２５、ＲＨ８５０和狇８５０等表征中低

层水汽条件的因子，其次是９２５ｈＰａ涡度（Ｖｏｒ９２５）；

而雷暴大风与ＴＴ、狇５００、犜８５０－５００等因子密切相关，可

见机器学习自动筛选的因子和已有的统计结果及主

观经验基本相符，通过重要性因子的排序可以一定

程度反映模型表征的物理含义。

２．４　机器学习分类强对流潜势预报实例分析

以２０２３年７月２１日和８月７日两次强对流过

程为例（图２），说明机器学习的分类预报实效。

２０２３年７月２１日出现了大范围以短时强降水为主

的灾害性天气，伴随局地分散性雷暴大风，机器学习

分类模型较准确地预报出强对流天气的主要类型和

图２　２０２３年（ａ，ｂ，ｃ）７月２１日和（ｄ，ｅ，ｆ）８月７日０８—２０时（ａ，ｄ）潜势分类预报和

（ｂ，ｃ，ｅ，ｆ）观测的（ｂ，ｅ）短时强降水、（ｃ，ｆ）雷暴大风对比

Ｆｉｇ．２　Ｃｏｍｐａｒｉｓｏｎｏｆ（ａ，ｄ）ｐｏｔｅｎｔｉａｌｃｌａｓｓｉｆｉｃａｔｉｏｎｆｏｒｅｃａｓｔａｎｄ（ｂ，ｃ，ｅ，ｆ）ｔｈｅｏｂｓｅｒｖｅｄ（ｂ，ｅ）ｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌ

ａｎｄ（ｃ，ｆ）ｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅｆｒｏｍ０８：００ＢＴｔｏ２０：００ＢＴｏｎ（ａ，ｂ，ｃ）２１Ｊｕｌｙａｎｄ（ｄ，ｅ，ｆ）７Ａｕｇｕｓｔ２０２３
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落区，但是对局地分散性大风存在一定的偏差。

２０２３年８月７日是一次大范围混合性的强对流过

程，机器学习模型较好地预报出东南沿海及浙南地

区的大范围雷暴大风，并且短时强降水的分布和实

况也较为吻合，说明机器学习模型对于强对流天气

的分类和落区预报具有较好的参考性，尤其是较大

范围雷暴大风天气。

３　中尺度模式和机器学习融合的分类

强对流预报模型

３．１　中尺度模式的短时强降水预报空间偏差

以中尺度模式ＣＭＡＳＨ９为建模分析对象，通

过计算２０１９—２０２１年４—９月不同邻域空间短时强

降水的命中率（ＰＯＤ）和 ＴＳ，评估模式对短时强降

水的空间预报偏差。这里采用点对面的检验方法

（田付友等，２０１５），对于每一个格点上的预报正确与

否，是用以该点为中心，搜索从０～１００ｋｍ（间隔

１０ｋｍ）半径的圆面上是否出现了短时强降水来判

别。检验范围为２７°～３１．５°Ｎ、１１７．５°～１２３°Ｅ，不包

括海上的格点。图３可见，短时强降水点对点预报

的平均ＰＯＤ在０．０６左右，而点对面的ＰＯＤ随着邻

域半径增加而快速上升，在半径达到５０～７０ｋｍ以

后，ＰＯＤ呈缓慢增加或者基本持平的趋势，每个月

的演变趋势大致相同，８月的ＰＯＤ相对高于其余月

份，最高达到０．６左右。由此说明，ＣＭＡＳＨ９模式

对短时强降水的最大预报空间偏差在５０～７０ｋｍ。

图３　２０１９—２０２１年４—９月短时强降水

不同空间邻域半径的ＰＯＤ和ＴＳ

Ｆｉｇ．３　ＡｖｅｒａｇｅｈｉｔｒａｔｅａｎｄＴＳｏｆｓｈｏｒｔｔｉｍｅ

ｈｅａｖｙｒａｉｎｆａｌｌｉｎｄｉｆｆｅｒｅｎｔｎｅｉｇｈｂｏｒｈｏｏｄｒａｄｉｉ

ｆｒｏｍＡｐｒｉｌｔｏＳｅｐｔｅｍｂｅｒｏｆ２０１９－２０２１

短时强降水的ＰＯＤ和ＴＳ呈反位相，ＴＳ最高点对

应ＰＯＤ的最低点，由于邻域半径的增加使得命中率

增加，同时空报率大幅增加，导致 ＴＳ呈下降趋势，

对于强对流天气等小概率事件，秉着“宁空勿漏”的

原则，需要平衡ＰＯＤ和ＴＳ两个指标。因此，选取

两条曲线的交叉作为平衡点，即约４０ｋｍ为最佳空

间邻域半径，通过空间邻域可以有效提高灾害性天

气的命中率。

３．２　中尺度模式预报要素的概率密度分布特征

通过ＸＧＢｏｏｓｔ算法实现了雷暴大风和短时强

降水的０～１２ｈ和１２～２４ｈ的潜势预报，将潜势预

报分割到逐小时，依赖于数值模式逐小时预报要素

的释用。下文统计分析 ２０１９—２０２１ 年 ４—９月

ＣＭＡＳＨ９预报的对流有效位能（ＣＡＰＥ）、整层可降

水量（ＰＷ）、反射率因子（犣）和小时降水量（犚）的概

率密度分布特征，以４０ｋｍ为最大邻域半径提取要

素最大值，构建空间要素“配料”模型。

３．２．１　短时强降水

对于短时强降水天气，ＰＷ 的概率密度曲线呈

单峰分布特征（图４ａ），春季和夏季的重叠区较小，

有利于阈值的提取。４月ＰＷ 峰值在４０～５０ｍｍ，

明显低于其他季节，５月和９月存在较多重叠区，介

于５０～６０ｍｍ，而６—８月离散度较大，峰值在６５ｍｍ

左右。ＣＡＰＥ逐月均呈现多峰分布特征（图４ｂ），说

明ＣＡＰＥ对于短时强降水的发生并不是充分必要

条件，即使低ＣＡＰＥ也易发生短时强降水。犣的分

布呈单峰特征（图４ｃ），峰值在４５ｄＢｚ，说明对部分

短时强降水天气，中尺度模式４０ｋｍ范围内能够预

报出４５ｄＢｚ左右的回波。犚的分布呈单峰为主特

征（图４ｄ），峰值在５ｍｍ左右，但在１０ｍｍ以上存

在次峰值波动，说明大部分短时强降水的模式预报

犚明显偏小。

３．２．２　雷暴大风

对于雷暴大风天气，图５ａ可见，春季４—５月

ＣＡＰＥ呈现双峰特征，峰值介于１５００～２０００Ｊ·

ｋｇ
－１，而５００Ｊ·ｋｇ

－１以下存在次峰值，原因在于浙

江省春季在动力抬升作用下，也容易发生系统性雷

暴大风天气，热力作用贡献较小；６—８月ＣＡＰＥ基

本呈单峰特征，峰值在２５００～３０００Ｊ·ｋｇ
－１，浙江省

绝大部分的雷暴大风发生在夏季高ＣＡＰＥ环境下。

犣也呈现双峰特征（图５ｂ），峰值在５０ｄＢｚ左右，高

于短时强降水的峰值（４５ｄＢｚ），并且分布集中度较
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图４　２０１９—２０２１年４—９月短时强降水的（ａ）ＰＷ，（ｂ）ＣＡＰＥ，（ｃ）犣，（ｄ）犚的概率密度分布

Ｆｉｇ．４　Ｐｒｏｂａｂｉｌｉｔｙｄｅｎｓｉｔｙｄｉｓｔｒｉｂｕｔｉｏｎｏｆ（ａ）ＰＷ，（ｂ）ＣＡＰＥ，（ｃ）犣ａｎｄ（ｄ）犚ｏｆ
ｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌｆｒｏｍＡｐｒｉｌｔｏＳｅｐｔｅｍｂｅｒｏｆ２０１９－２０２１

图５　２０１９—２０２１年４—９月雷暴大风的（ａ）ＣＡＰＥ，（ｂ）犣，（ｃ）犚的概率密度分布

Ｆｉｇ．５　Ｐｒｏｂａｂｉｌｉｔｙｄｅｎｓｉｔｙｄｉｓｔｒｉｂｕｔｉｏｎｏｆ（ａ）ＣＡＰＥ，（ｂ）犣ａｎｄ（ｃ）犚ｏｆ
ｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅｆｒｏｍＡｐｒｉｌｔｏＳｅｐｔｅｍｂｅｒｏｆ２０１９－２０２１
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低，９月在０ｄＢｚ附近存在一个次峰值，说明中尺度

模式在雷暴大风发生的４０ｋｍ范围内没有预报出

回波的比例较高。从犚的分布（图５ｃ）可见，主峰值

低于５ｍｍ，４—６月在２０ｍｍ以上存在次峰值，说

明春季预报较强降水可能伴随雷暴大风。

统计可见，模式预报的不同类型强对流的物理

量存在季节差异性，尤其是ＣＡＰＥ和ＰＷ，并且犚

预报明显偏弱。因此，针对不同类型的强对流，可以

通过将降水和不同物理量要素结合来构建空间邻域

要素“配料”模型。下文通过组合最优ＴＳ方法提取

主要物理量的季节阈值。

３．３　组合最优犜犛的物理量阈值

３．３．１　小时降水量

针对２０１９—２０２１年４—９月的短时强降水和雷

暴大风过程，点对点输出模式预报犚，并分为４个等

级（无降水、０．１～５ｍｍ、５．１～１５ｍｍ、≥１５ｍｍ）统

计各量级分布比重（图６）。对于短时强降水，弱降

水（犚在５ｍｍ以下）占比明显高于其他量级，平均

达到５０％，其次是无降水，占比２７％，其他量级一般

低于１５％；对于雷暴大风，无降水占比最高，平均达

到６５％，其次是弱降水（占比２７％），尤其是８月无

降水占比达到８０％，这是由于夏季在副热带高压环

流背景下，多发局地性雷暴大风天气，数值模式的预

报能力较为有限。因此，有必要将降水量分级建立

强对流的空间“配料”模型。

２０２１年浙江省强对流天气具有多灾种、高频

次、高强度的特点，因此，采用２０２１年ＣＭＡＳＨ９的

预报数据分别计算短时强降水、雷暴大风的物理量

要素采用不同阈值的评分，分析ＰＯＤ和ＴＳ的序列

特征，利用两个指标的交叉平衡点计算出要素的最

佳阈值。针对犚，阈值采用１～４５ｍｍ（间隔５ｍｍ）

计算ＰＯＤ和ＴＳ。

　　对于短时强降水，图７ａ可见，虽然 ＴＳ的最大

值出现在１５ｍｍ，但对应的ＰＯＤ快速下降至０．３，

ＴＳ和ＰＯＤ两条曲线的交叉点在１～５ｍｍ，ＰＯＤ提

高到０．７左右；对于雷暴大风，图７ｂ可见，虽然

ＰＯＤ和ＴＳ在５ｍｍ左右形成交叉，但雷暴大风命

中率不足０．５，而采用１～５ｍｍ的降水阈值，可以

使得ＰＯＤ提高到０．６。因此，重点针对弱降水建立

配料模型可以显著提高短时强降水的命中率。

３．３．２　对流有效位能和整层可降水量

对于雷暴大风，图８ａ可见，ＴＳ和ＰＯＤ的曲线

同样呈反位相分布，ＴＳ最大值对应的ＰＯＤ低于

０．４，采用ＰＯＤ和ＴＳ两条曲线的交叉点提取阈值，

ＰＯＤ可以达到０．５以上，ＣＡＰＥ的逐月阈值差异显

著，尤其是春夏季，呈逐月上升的趋势，４月、５月、６月

分别为６００、１０００、２０００Ｊ·ｋｇ
－１，７—８月在２２００Ｊ·

ｋｇ
－１，９月在３０００Ｊ·ｋｇ

－１。犣 的逐月差异不大，

４—９月平均ＰＯＤ和 ＴＳ的交叉点在３５ｄＢｚ左右

（图８ｂ），可作为犣的基础阈值，但是 ＴＳ最高点在

４５ｄＢｚ，因此，下文与模式的对比检验中选取４５ｄＢｚ

作为雷暴大风的判定阈值。

对于短时强降水，ＣＡＰＥ的季节阈值明显低于

图６　２０１９—２０２１年４—９月（ａ）短时强降水和（ｂ）雷暴大风不同量级小时降水量的占比

Ｆｉｇ．６　Ｔｈｅｐｒｏｐｏｒｔｉｏｎｏｆ（ａ）ｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌａｎｄ（ｂ）ｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅｉｎｄｉｆｆｅｒｅｎｔｈｏｕｒｌｙ

ｆｏｒｅｃａｓｔｐｒｅｃｉｐｉｔａｔｉｏｎｓｆｒｏｍＡｐｒｉｌｔｏＳｅｐｔｅｍｂｅｒｏｆ２０１９－２０２１
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图７　２０２１年（ａ）短时强降水和（ｂ）雷暴大风不同小时降水量阈值的ＰＯＤ和ＴＳ

Ｆｉｇ．７　ＨｉｔｒａｔｅａｎｄＴＳｏｆｄｉｆｆｅｒｅｎｔｈｏｕｒｌｙｐｒｅｃｉｐｉｔａｔｉｏｎｔｈｒｅｓｈｏｌｄｓｆｏｒ

（ａ）ｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌａｎｄ（ｂ）ｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅｉｎ２０２１

雷暴大风的阈值，季节差异也相对较小，４—５月

ＰＯＤ和ＴＳ的交叉点在２００Ｊ·ｋｇ
－１左右，６月在

５００Ｊ·ｋｇ
－１，而７—９月在１１００Ｊ·ｋｇ

－１（图略）。

ＰＷ是预报短时强降水的重要物理量，春秋季和夏

季的阈值差异较大（图８ｃ），春秋季（４—６月和９

月），ＰＯＤ和ＴＳ的交叉点在３５ｍｍ，而夏季（７—８

月），两条曲线的交叉点在４５ｍｍ，因此，短时强降

水不同季节可设置不同ＰＷ 阈值。

３．４　融合方法的预报模型

融合方法构建分类强对流的逐小时预报模型包

含三个步骤（图９）：（１）建立机器学习分类潜势预报

图８　２０２１年４—９月（ａ，ｂ）雷暴大风的（ａ）ＣＡＰＥ，（ｂ）犣和（ｃ）短时强降水的ＰＷ不同阈值的ＰＯＤ和ＴＳ

Ｆｉｇ．８　ＨｉｔｒａｔｅａｎｄＴＳｏｆｄｉｆｆｅｒｅｎｔｔｈｒｅｓｈｏｌｄｓｆｏｒ（ａ）ＣＡＰＥ，（ｂ）犣ｏｆｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅａｎｄ

（ｃ）ＰＷｏｆｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌｆｒｏｍＡｐｒｉｌｔｏＳｅｐｔｅｍｂｅｒｏｆ２０２１
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图９　融合方法的强对流逐小时预报模型流程图

Ｆｉｇ．９　Ｆｌｏｗｃｈａｒｔｏｆｈｏｕｒｌｙｆｏｒｅｃａｓｔｓｅｖｅｒｅｃｏｎｖｅｃｔｉｖｅｍｏｄｅｌｗｉｔｈｆｕｓｉｏｎｍｅｔｈｏｄ

表３　融合方法主要预报要素的季节统计阈值

犜犪犫犾犲３　犛犲犪狊狅狀犪犾狊狋犪狋犻狊狋犻犮犪犾狋犺狉犲狊犺狅犾犱犳狅狉狋犺犲犿犪犻狀犳狅狉犲犮犪狊狋犲犾犲犿犲狀狋狊狅犳犳狌狊犻狅狀犿犲狋犺狅犱

分类 月份 ＣＡＰＥ／（Ｊ·ｋｇ－１） ＰＷ／ｍｍ 犣／ｄＢｚ

４—５月 ２００ ３０ ／

短时强降水 ６月 ５００ ４５ ／

７—９月 １１００ ４０ ／

雷暴大风

４月 ６００ ／ ３５

５月 １０００ ／ ３５

６月 ２０００ ／ ３５

７—９月 ２２００ ／ ３５

模型。利用ＸＧＢｏｏｓｔ算法对雷暴大风和短时强降

水的２４ｈ潜在落区进行二分类判别。（２）建立要素

空间领域 “配料”模型。对 犚 进行分级，加入

ＣＡＰＥ、犣、ＰＷ 等要素形成“配料”组合，对每个分级

要素采用组合最优ＴＳ方法，预先建立分季节阈值

表（表３）。当前预报时次的要素，应用空间邻域法

以４０ｋｍ半径提取最大值，根据预先建立的阈值表

进行二分类判别。（３）联合判别。对机器学习潜势

预报落区的二分类判别场、“配料”组合因子的二分

类判别场进行联合判别。最终得到逐小时雷暴大风

和短时强降水的二分类确定性预报落区。

４　模型检验和结果分析

４．１　长时间序列检验

强对流预报检验参考国家气象中心“点对面”的

检验标准（唐文苑等，２０１７；田付友等，２０１５），即对于

每一个站点／格点上的各分类预报正确与否，用以该

点为中心、４０ｋｍ为半径的圆面上是否出现了该分

类的天气来判别。本文采用格点检验方法，检验范

围如１．２节所述，不包括海上的格点，通过ＰＯＤ和

ＴＳ评估融合方法建立的分类强对流逐小时预报模

型（简称融合方法），并且与 ＣＭＡＳＨ９预报结果

（简称模式预报）和国家下发指导产品（简称指导产

品）进行对比，评估时段为２０２１—２０２２年４—９月。

指导产品指通过内网定时传输下发的２４小时逐小

时强对流分类落区预报，空间分辨率０．０５°×０．０５°，

逐３小时更新。

图１０ａ，１０ｂ是２０２１—２０２２年融合方法、模式预

报及指导产品的年均对比评分，从中可见，融合方法

显著优于模式预报和指导产品，指导产品的评分相

对较低，尤其是雷暴大风天气。对于短时强降水，融
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合方法的ＰＯＤ平均达到０．５１，ＴＳ为０．１５，而模式

预报ＰＯＤ 为０．２８，ＴＳ为０．１１，指导产品 ＴＳ为

０．０８；对比模式预报，ＰＯＤ改进率为８２％，ＴＳ改进

率为３６％。对于雷暴大风，与模式预报的雷达犣

（以４５ｄＢｚ作为大风出现阈值）进行对比，融合方法

的ＰＯＤ达到０．３７，ＴＳ为０．０７，而模式预报的ＰＯＤ

为０．２２，ＴＳ为０．０３，指导产品的ＴＳ仅为０．００５；对

比模式预报，ＰＯＤ 改进率为６８％，ＴＳ改进率为

１３３％。从２０２１年４—９月融合方法和模式预报的

逐月评分对比（图１０ｃ，１０ｄ）可见，相对模式预报，融

合方法的雷暴大风和短时强降水的逐月ＰＯＤ改进

显著，短时强降水提高约２倍，ＴＳ也有明显的改进，

雷暴大风在４月和９月的ＴＳ提高３～４倍，９月的

ＴＳ从０．０３提高到０．１２。因此，通过三个数据源的

对比检验表明，融合方法较模式预报和指导产品的

改进显著，尤其是雷暴大风天气，说明机器学习分类

模型对于区分强对流天气类型具有一定的优势。参

考国家级１２小时强对流潜势主观预报和深度学习

客观预报的检验结果（唐文苑等，２０１７；周康辉等，

２０２１ａ；田付友等，２０２４ａ），雷暴大风的１２小时主客

观ＴＳ在０．０５～０．０８，而融合方法逐小时预报 ＴＳ

为０．０７，与国家级１２小时潜势预报的主客观评分

接近，说明该方法可以提高雷暴大风的逐小时预报

准确性。

　　虽然雷暴大风ＴＳ明显低于短时强降水，但这

与风雹类天气发生概率相对较低、局地性和突发性

更强、预报难度相对较大有关。同时，并不完备的观

测资料也对评分结果有一定程度的影响，雷暴大风

天气的判别区分不够严格，也会导致漏报率偏高、

ＴＳ偏低（唐文苑等，２０１７）。此外，２０２２年模式本身

的评分结果优于２０２１年，这种变化同样表现在融合

方法中，说明以数值模式释用为基础的算法仍然依

赖于数值模式本身的改进。

４．２　强对流预报个例检验

尽管多数情况下风雹类天气评分较低，但由于

导致风雹的天气系统的可预报性不同，不同天气系

图１０　（ａ，ｂ）２０２１—２０２２年逐年和（ｃ，ｄ）２０２１年４—９月逐月的（ａ，ｃ）短时强降水

和（ｂ，ｄ）雷暴大风的逐小时预报ＰＯＤ和ＴＳ

Ｆｉｇ．１０　ＨｉｔｒａｔｅａｎｄＴＳｏｆ（ａ，ｃ）ｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌａｎｄ（ｂ，ｄ）ｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅｉｎ（ａ，ｂ）ａｎｎｕａｌ

ｆｏｒｅｃａｓｔｆｒｏｍ２０２１ｔｏ２０２２ａｎｄ（ｃ，ｄ）ｍｏｎｔｈｌｙｆｏｒｅｃａｓｔｆｒｏｍＡｐｒｉｌｔｏＳｅｐｔｅｍｂｅｒ２０２１
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图１１　２０２３年３月２２日１４—１６时（ａ，ｂ，ｃ）雷暴大风、（ｄ，ｅ，ｆ）短时强降水的融合方法（橙／绿色填色）、

ＣＭＡＳＨ９模式（犣≥４５ｄＢｚ或犚≥２０ｍｍ）的落区预报（红色等值线）和自动站监测（彩色圆点）

Ｆｉｇ．１１　Ｆｕｓｉｏｎｍｅｔｈｏｄ（ｏｒａｎｇｅ／ｇｒｅｅｎｓｈａｄｅｄ），ＣＭＡＳＨ９（犣≥４５ｄＢｚｏｒ犚≥２０ｍｍ）ｆｏｒｅｃａｓｔ（ｒｅｄｃｏｎｔｏｕｒ）

ａｎｄＡＷＳｏｂｓｅｒｖａｔｉｏｎ（ｃｏｌｏｒｆｕｌｄｏｔ）ｏｆ（ａ，ｂ，ｃ）ｔｈｕｎｄｅｒｓｔｏｒｍｇａｌｅａｎｄ（ｄ，ｅ，ｆ）ｓｈｏｒｔｔｉｍｅｈｅａｖｙｒａｉｎｆａｌｌ

ｆｒｏｍ１４：００ＢＴｔｏ１６：００ＢＴ２２Ｍａｒｃｈ２０２３

统下的预报评分差异极大。以２０２３年３月２２日浙

江省大范围强对流天气为例，检验融合方法的预报

效果。此次过程是一次春季混合性强对流天气，伴

随大范围雷暴大风和短时强降水天气，分类潜势预

报模型对大风的预测基本准确，短时强降水的逐小

时ＰＯＤ为０．５６，ＴＳ为０．２０，雷暴大风ＰＯＤ达到

０．６４，ＴＳ为０．１８，显著高于年均ＴＳ。从逐小时雷

暴大风和短时强降水的融合方法、模式预报及站点

观测的叠加（图１１）可见，ＣＭＡＳＨ９较好地预报出

短时强降水的分布形态，但是存在明显落区偏差，并

且４５ｄＢｚ以上的回波范围很小，而融合方法能够改

善强对流天气的落区预报准确率，漏报明显减小，尤

其是雷暴大风天气。但是融合方法仍然存在一定的

空报，下一步可引入更多的物理量和动态学习方法

研究消空方案。

５　结论与讨论

本文提出了一种基于数值模式的ＸＧＢｏｏｓｔ机

器学习客观分类和“配料法”融合的分类强对流预报

方法，通过中尺度模式的要素空间邻域和分级“配

料”的思路，基于组合最优 ＴＳ提取物理量季节阈

值，建立了雷暴大风和短时强降水的逐小时预报模

型。通过ＣＭＡＳＨ９模式的统计分析及模型的对

比检验，得到以下结论：

（１）中尺度模式ＣＭＡＳＨ９对短时强降水存在

一定的预报空间偏差，最大空间偏差约为５０～

７０ｋｍ，订正后最大命中率约在０．６。模式对短时强

降水的预报降水量明显偏低，犚在５ｍｍ以下占比

最高，平均达到５０％。对雷暴大风的预报降水量，
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无降水占比最高，达到６５％，其次是犚在５ｍｍ以

下。因此，通过模式预报要素的空间邻域和分级“配

料”的方法可以显著提高强对流天气的命中率。

（２）对于短时强降水和雷暴大风，中尺度模式预

报物理量的概率密度分布存在季节差异。短时强降

水的ＰＷ 分布集中且季节区分度较大，４月峰值介

于４０～５０ｍｍ，５月和９月介于５０～６０ｍｍ，而６—

８月的峰值在６５ｍｍ左右。ＣＡＰＥ呈现多峰特征，

季节差异性较小，低ＣＡＰＥ条件下也易发生短时强

降水；雷暴大风的ＣＡＰＥ值季节差异显著，春季呈

现双峰特征，峰值介于１５００～２０００Ｊ·ｋｇ
－１，５００Ｊ·

ｋｇ
－１以下存在次峰值，而夏季呈现单峰特征，峰值

在２５００～３０００Ｊ·ｋｇ
－１，发生雷暴大风的ＣＡＰＥ显

著高于短时强降水。犣呈现单峰特征，雷暴大风的

峰值在５０ｄＢｚ，略高于短时强降水的峰值（４５ｄＢｚ）；

雷暴大风和短时强降水的犚均呈现单峰分布为主

（峰值５ｍｍ左右），并且在１０ｍｍ以上存在多个次

峰值的特征。

（３）强对流逐小时预报模型由机器学习客观分

类模型和要素空间领域“配料法”融合得到，检验表

明，融合方法显著优于模式预报结果和指导产品。

２０２１—２０２２年短时强降水的命中率平均达到０．５１，

ＴＳ为０．１５，相比模式预报的改进率分别为８２％和

３６％。雷暴大风的命中率达到０．３７，ＴＳ为０．０７，相

比模式预报（犣≥４５ｄＢｚ）的改进率分别达到６８％和

１３３％。雷暴大风评分显著优于指导产品，在一定程

度上提高了雷暴大风的逐小时预报准确性。

通过算法检验评分，在如何提高强对流天气预

报准确率方面，研究中也得到一些启示。由于强对

流天气具有时空尺度小、局地性强的特点，ＴＳ总体

较低，尤其是雷暴大风天气。系统性的雷暴大风天

气可预报性相对较强，ＴＳ明显较高；而非过程性的、

分散局地大风天气，ＴＳ远低于前者。如何提高局地

突发大风天气的预报评分是模型需要改进的一个难

点，下一步可尝试通过预报失败的样本重新训练的

动态学习方式和自适应空间邻域半径实现模型的优

化，可引入更多物理量和多尺度模式数据来探索消

空方案。
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