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基于注意力机制与自适应时序分解的气温预报模型
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提　要：针对传统方法在捕捉气象序列长期依赖关系及泛化性能上的不足，提出了一种基于稀疏注意力与自适应时序分解

的气温预报模型（ＡＴＦＳＡＳ）。该模型整体采用编码器解码器架构，结合稀疏注意力机制以有效捕捉气象观测数据间的长期

依赖性。为减少编码过程中造成的冗余，提出了一种信息蒸馏方法。通过结合多层解码器与自适应时序分解单元，逐步细化

预报信号中的周期性和趋势性分量，实现了较为精准的气温预报。基于德国耶拿气象数据集，进行２４ｈ精细化气温预报，其

平均绝对误差为１．７１０８℃。基于中国地面气候资料日值数据集，进行中短期日平均气温预报和多地区单日平均气温预报，相

比传统模型ＬＳＴＭ，ＡＴＦＳＡＳ模型的预报性能分别提升了３５．５６％和２３．６６％。
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引　言

政府间气候变化专门委员会第六次评估报告指

出，未来全球升温预计将达到或超过１．５℃（翟盘茂

等，２０２１）。在全球变暖仍将持续的情景下，更频繁、

更强盛的极端天气气候事件可能会进一步增多增强

（姜彤等，２０２０；沈贝蓓等，２０２１），对人类生存与福祉

造成巨大挑战（周佰铨和翟盘茂，２０２３；周广胜等，

２０２４）。在此背景下，开发与完善气温预报模型显得

尤为关键，提供精准预测未来变化，可有效降低极端

高温带来的负面后果。

当前气温预报方法主要包括天气图预报、数值

天气预报和统计预报（盛春岩等，２０２０）。天气图预

报依据天气图、气象卫星云图、雷达图等资料推断天

气系统的移动与变化（杜钧和钱维宏，２０１４）；数值天

气预报依赖于大量气象观测数据和计算资源（孙全

德等，２０１９）；统计预报则基于概率论和数理统计，通

过分析历史预报记录来估计气象灾害发生的概率

（杨德全等，２０１９）。尽管这些方法在气象预报中广

泛应用，但也各自存在局限。例如，天气图预报需要

大量人力物力且预报范围受限（钱奇峰等，２０２１）；数

值天气预报要求庞大的计算资源和高精度数据（沈

学顺等，２０２０）；统计预报因其未考虑气象系统的动

态演化，无法精确预报极端气象灾害（董颜等，

２０２０）。

近年来，随着人工智能技术的快速发展，神经网

络模型逐步成为气象预报领域的研究焦点（孙健等，

２０２１）。利用大规模气象观测数据，多层神经网络已

实现对气温的非精细化短期预报。例如，Ｓｉｎｇｈａｎｄ

Ｇｉｌｌ（２０１４）研究特定气象要素的依赖性，提出了一

种基于遗传算法的气温预报模型，但其预报范围仅

限于平均、最高和最低气温。段文广等（２０１２）采用

ＢＰ神经网络方法，结合时序分析技术学习历史气温

序列的变化规律。然而，这些模型在捕捉长期依赖

关系、泛化能力以及适用范围方面仍有明显不足。

针对上述问题，本文提出了一种基于稀疏注意

力与自适应时序分解的气温预报模型，验证了该模

型在“耶拿地区的２４ｈ精细化气温预报”“南京地区

的中短期日平均气温预报”以及“多地区单日平均气

温预报”方面的有效性和优越性。

１　数据资料

１．１　耶拿气象数据集

耶拿气象数据集由德国马克斯普朗克生物地球

化学研究所提供，涵盖了２００９—２０１６年的气象记

录。这些记录以每１０ｍｉｎ一次的频率采集，共计

４２０５５１条数据，包含了１４种气象要素，如气温、气

压、相对湿度和风速等。

１．２　中国地面气候资料日值数据集

中国地面气候资料日值数据集由国家气象信息

中心提供，涵盖中国７５２个地面气象观测站１９５１—

２０１４年的日值数据，包含了最高气压、最低气压、平

均气温、最高气温、最低气温、平均风速、降水量等气

象要素。

２　方　法

２．１　位置与时间信息编码方法

（１）绝对位置编码

绝对位置编码为序列中每个元素赋予一个独特

编码，以标明其在序列中的具体位置。尽管注意力

机制使得模型能够在处理序列数据时关注各个位置

的元素，但其本身无法直接识别位置信息（袁凯等，

２０２２）。如式（１），通过将正弦和余弦函数的输出融

入到气象序列中，为每个位置分配一个唯一编码

（Ｖａｓｗａｎｉｅｔａｌ，２０１７）。与其他位置编码技术不同，

该方法无需依赖神经网络即可得到相关位置信息。

犘犈（ｐｏｓ，２犻）＝ｓｉｎ（
ｐｏｓ

１０
２犻
犱ｍｏｄｅｌ

）

犘犈（ｐｏｓ，２犻＋１）＝ｃｏｓ（
ｐｏｓ

１０
２犻
犱ｍｏｄｅｌ

烅

烄

烆

）

（１）

式中：犘犈表示绝对位置编码矩阵，ｐｏｓ表示序列位

置，犻表示编码索引，犱ｍｏｄｅｌ表示编码维度。

（２）时间信息编码

为了挖掘气象数据中时间相关性方面的信息，

如式（２），通过对时间数据进行编码并将其与气象序

列融合，以提升神经网络在预报气温方面的准确性。

编码过程中，首先对时间数据进行归一化处理；随后

４２７　　　　　　　　　　　　　　　　　　　 　气　　象　　　　　　　　　　　　　　　 　　 　　　第５０卷　



嵌入函数将其映射至高维空间，确保时间信息与位

置信息编码矩阵在维度上匹配。

犜犈＝Ｅｍｂｅｄｄｉｎｇ（狋） （２）

式中：狋表示气象观测数据的记录时间，犜犈表示时

间信息编码矩阵，Ｅｍｂｅｄｄｉｎｇ（．）表示嵌入函数。

２．２　自适应时间序列分解方法

自适应时间序列分解方法（ＡｄａＳＴＬ）根据隐藏

状态的动态变化，灵活调整分解效果，解决了传统时

间序列分解算法在合理超参数设定上的局限性

（Ｗｅｎｅｔａｌ，２０２０）。

首先构建多种不同超参数配置的ＳＴＬ（ｓｅａｓｏｎ

ａｌａｎｄｔｒｅｎｄｄｅｃｏｍｐｏｓｉｔｉｏｎｕｓｉｎｇＬｏｅｓｓ）单元，并利

用可学习矩阵对输入序列进行线性变换式（３）；随

后，依据神经网络分配的权重式（４），将周期子项和

趋势子项分别整合为完整的周期项和趋势项式（５）；

最后，通过引入多层感知机增强模型对非线性关系

的捕捉能力。

犛犻，犜犻＝ＳＴＬ（θ犻，狓犠犻），　犻＝１，…，犽 （３）

β１，…，β犽 ＝ＳｏｆｔＭａｘ（犛１，…，犛犽） （４）

犛＝ ＭＬＰ ∑
犽

犻＝１
β犻×犛（ ）犻

犜＝ ＭＬＰ ∑
犽

犻＝１
β犻×犜（ ）

烅

烄

烆 犻

（５）

式中：狓表示被分解的时间序列；犠 表示可学习矩

阵；犻表示ＳＴＬ单元编号；θ表示ＳＴＬ超参数；Ｓｏｆｔ

Ｍａｘ（．）函数用于计算权重β犻；×表示标量乘法；

ＭＬＰ（．）表示多层感知机；犛犻和犜犻分别表示周期子

项和趋势子项，而犛和犜 表示整合后的周期项和趋

势项。

２．３　稀疏自注意力机制

基于Ｒｅｎｙｉ散度的稀疏自注意力机制，旨在降

低捕捉序列数据间长期依赖关系时无关信息对其带

来的干扰，具体如下。

首先将输入序列分别映射为查询矩阵、键矩阵

以及值矩阵。随后，通过Ｒｅｎｙｉ散度（ｖａｎＥｒｖｅｎａｎｄ

Ｈａｒｒｅｍｏｓ，２０１４）对查询向量定性，如果该查询的注

意力概率分布严重偏离均匀分布，则将其定性为“活

性”查询，否则为“惰性”查询。如式（６），将活性查询

向量组成稀疏查询矩阵。同时，为了维持与全局注

意力矩阵维度一致，利用均值向量对缺失部分进行

填充。

ＳＳＡ（犙，犓，犞）＝ＳｏｆｔＭａｘ
珚犙犓

Ｔ

犱槡
（ ）

ｍｏｄｅｌ

犞 Ｍｅａｎ（犞）

（６）

式中：犙表示查询矩阵，珚犙表示稀疏查询矩阵，犓表示

键矩阵，犞表示值矩阵；ＳＳＡ（．）表示稀疏自注意力机

制；Ｍｅａｎ（．）表示取均值函数；表示向量填充。

３　气温预报模型构建

基于稀疏注意力与自适应时序分解的气温预报

模型（ＡＴＦＳＡＳ）的架构如图１所示。首先，编码器

捕获历史气象数据中的长期依赖关系；接着，信息蒸

馏模块对特征表示进行去冗余处理；解码器则依据

这些经过冗余过滤的编码信息，以分步和分层的方

式处理趋势性和周期性分量；最后，将这些分量与近

期气温均值相加，实现对未来气温的预报。

３．１　模型输入

将位置信息和时间信息融入编码器与解码器的

输入序列中，如式（７）、式（８）：

狓０ｅｎ＝Ｌｉｎｅａｒ（狓）＋犜犈＋犘犈 （７）

狓０ｄｅ＝Ｌｉｎｅａｒ（狓
狊
ｄｅ）＋犜犈＋犘犈 （８）

式中：狓和狓狊ｄｅ分别表示气象序列与其周期项；犘犈和

犜犈分别表示位置与时间信息编码矩阵；Ｌｉｎｅａｒ（．）

表示线性映射函数；狓０ｅｎ和狓
０
ｄｅ分别表示第１层编码

器与解码器输入。

３．２　编码器

假设编码器共犖 层，将第犾－１层编码器输出

作为第犾层的输入，以此类推，构成多层编码器结

构。第犾层编码器概括为狓犾ｅｎ＝Ｅｎｃｏｄｅｒ（狓
犾－１
ｅｎ ），具体

如式（９）～式（１１）：

犛犾
，１
ｅｎ ＝

ＡｄａＳＴＬ［ＳＳＡ（狓犾－１ｅｎ犠犙，狓
犾－１
ｅｎ犠犓，狓

犾－１
ｅｎ犠犞）＋狓

犾－１
ｅｎ ］

（９）

犛犾
，２
ｅｎ ＝ＡｄａＳＴＬ［ＦＦＮ（犛

犾，１
ｅｎ）＋犛

犾，１
ｅｎ］ （１０）

狓犾ｅｎ＝犛
犾，２
ｅｎ （１１）

式中：狓犾ｅｎ表示第犾层编码器输出；犠 为可学习矩阵，

用以将序列转换为查询矩阵、键矩阵以及值矩阵；编

码器层号犾＝１，…，犖；ＳＳＡ（．）表示稀疏自注意力机

制；ＦＦＮ（．）表示前馈神经网络；ＡｄａＳＴＬ（．）表示自

适应时序分解。
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注：缩写说明：狓表示前犐条气象数据，对其分解后得到周期项狓狊ｄｅ；第犾层编码器分解

的第犻个周期项为犛犾，犻ｅｎ，第犾层解码器分解的第犻个趋势项为犜犾
，犻
ｄｅ；

近期气温均值为 Ｍｅａｎ；犖 与犕 分别表示编码器与解码器总层数。

图１　基于稀疏注意力与自适应时序分解的气温预报模型

Ｆｉｇ．１　ＡｉｒｔｅｍｐｅｒａｔｕｒｅｆｏｒｅｃａｓｔｉｎｇｍｏｄｅｌｂａｓｅｄｏｎｓｐａｒｓｅａｔｔｅｎｔｉｏｎａｎｄＡｄａＳＴＬ

３．３　信息蒸馏技术

信息蒸馏技术旨在消除编码过程中造成的信息

冗余，并将其压缩为具有相同语义的紧凑表示。信

息蒸馏技术概括为狓ｄｉｓｔｉｌｌｅｎ ＝Ｄｉｓｔｉｌｌ（狓犖ｅｎ），其中狓
犖
ｅｎ表示

最后一层编码器输出（即编码信息），狓ｄｉｓｔｉｌｌｅｎ 表示经过

冗余过滤后的编码信息，方法如下：

首先通过一维卷积神经网络提取编码信息中的

局部特征（陈锦鹏等，２０２１），在此过程中，输入序列

被视为一维向量，并利用多种卷积核进行处理。其

间，卷积输出为特征映射元素，每个元素代表了卷积

核在相应位置的响应。为了提升模型的非线性表达

能力，在卷积操作后应用 ＲｅＬＵ 激活函数进行转

换，将负值转换为零而保持正值不变（黄骄文等，

２０２１）。此外，鉴于卷积神经网络主要关注局部特征

的提取，引入最大池化层以进行下采样操作，进一步

降低编码信息的冗余度。

３．４　解码器

解码器在结构上与编码器高度相似，不同之处

在于其加入了交叉注意力机制，以捕捉编码信息与

解码器输入之间的长期依赖关系，构建一个综合考

虑这两种不同序列的特征表示。

假设解码器共有 犕 层，第犾层解码器概括为

狓犾ｄｅ＝Ｄｏｃｏｄｅｒ（狓
犾－１
ｄｅ ，狓

ｄｉｓｔｉｌｌ
ｅｎ ），其中狓ｄｉｓｔｉｌｌｅｎ 表示经过冗余

处理的编码信息，狓犾－１ｄｅ 表示第犾－１层解码器输出。

首先，通过稀疏自注意力机制来捕获前一层解码器

输出序列中的长距离依赖关系。接着，交叉注意力

机制将编码与解码过程中的序列相互关联，从而实

现高层次的特征表示。其间，ＡｄａＳＴＬ单元对各个

模块的输出进行时序分解，其中趋势性分量作为气

温预报信号的组成部分，而周期性分量传递给下一

层解码器，以此方式逐层处理，提高气温预报的准确

性。

３．５　气温预报信号融合

气温预报信号融合过程如式（１２）所示，在此过

程中，近期气温均值作为预报结果的初始项，用以缓

解偏移现象；趋势性分量由解码器内部的 ＡｄａＳＴＬ

单元逐层、逐步分解得到，有助于减轻震荡反应；而
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最后一层解码器输出作为周期性分量。通过将这些

分解信号与气温均值相加，得到最终的预报结果。

Ｐｒｅｄｉｃｔｉｏｎ＝

Ｍｅａｎ＋ＭＬＰ（犛
犕，３
ｄｅ ）＋∑

犕

犾＝１
∑
３

犻＝１

ＭＬＰ（犜犾
，犻
ｄｅ）（１２）

式中：解码器层号犾＝１，…，犕，ＡｄａＳＴＬ单元编号

犻＝１，２，３；ＭＬＰ（．）表示多层感知机；Ｍｅａｎ表示气

温均值，犜犾
，犻
ｄｅ表示第犾层解码器分解的第犻个趋势性

分量，犛犕
，３

ｄｅ 表示第犕 层解码器分解的第３个周期性

分量，Ｐｒｅｄｉｃｔｉｏｎ表示预报结果。

４　试验分析

４．１　评价指标

本文选择平均绝对误差（ＭＡＥ）、均方误差

（ＭＳＥ）以及均方根误差（ＲＭＳＥ）作为评价指标。

４．２　基线模型

在“２４ｈ精细化气温预报”方面，将 ＡＴＦＳＡＳ

与多种方法进行对比，包括ＲＮＮ（Ｓｈｉｎｅｔａｌ，２０２２）、

ＧＲＵ（Ｓｕｂｒａｍａｎｉａｎｅｔａｌ，２０２２）、ＬＳＴＭ（Ｇｅｎｓｌｅｒ

ｅｔａｌ，２０１６）、ＣｏｎｖＬＳＴＭ（Ｌｉｕｅｔａｌ，２０１７）、ＰｒｅｄＲＮＮ

（Ｗａｎｇｅｔａｌ，２０１７）、Ｉｎｆｏｒｍｅｒ（Ｚｈｏｕｅｔａｌ，２０２３）以

及ＦＥＤｆｏｒｍｅｒ（Ｚｈｏｕｅｔａｌ，２０２２）。

在“日平均气温预报”方面，将 ＡＴＦＳＡＳ与

ＡＲＩＭＡ、ＧＣＮＢｉＬＳＴＭ（Ｍｉａｏｅｔａｌ，２０２２）、ＤＦＮ

（Ｘｉｅｅｔａｌ，２０２１）以及ＬＳＴＭ（Ｇｅｎｓｌｅｒｅｔａｌ，２０１６）进

行比较。

４．３　２４犺精细化气温预报性能分析

４．３．１　对比结果分析

利用“德国耶拿气象数据集”进行２４ｈ气温预

报，输入数据为过去４８ｈ气象数据，以预报未来２４ｈ

气温变化。

表１为不同模型在训练集中的拟合情况，分析

发现，受限于误差累积、梯度消失问题，ＲＮＮ 的

ＭＡＥ超过了２．５℃，无法完成模型训练任务。而

ＧＲＵ、ＬＳＴＭ及ＣｏｎｖＬＳＴＭ引入了门控机制策略，

有效缓解了梯度相关问题，提高了训练的稳定性。

另一方面，基于注意力机制的Ｉｎｆｏｒｍｅｒ、ＦＥＤｆｏｒｍｅｒ

及ＡＴＦＳＡＳ模型展现出优异的拟合表现，三者的

ＭＡＥ指标均低于０．９４℃，体现了注意力机制在处

理时间序列时的有效性。

表１　不同模型在训练集中的拟合性能

犜犪犫犾犲１　犉犻狋狋犻狀犵狆犲狉犳狅狉犿犪狀犮犲狅犳犿狅犱犲犾狊狅狀狋犺犲狋狉犪犻狀犻狀犵狊犲狋

模型名称 ＭＡＥ／℃ ＭＳＥ／℃ ＲＭＳＥ／℃ 拟合情况

ＲＮＮ ４．８０ ３６．８９ ６．０７ 欠拟合

ＧＲＵ １．２１ ２．６９ １．６４ 拟合

ＬＳＴＭ １．２５ ２．７７ １．６６ 拟合

ＣｏｎｖＬＳＴＭ １．０６ ２．０６ １．４３ 拟合

ＰｒｅｄＲＮＮ ０．９５ １．６１ １．２７ 拟合

Ｉｎｆｏｒｍｅｒ ０．８７ １．４２ １．１９ 拟合

ＦＥＤｆｏｒｍｅｒ ０．８８ １．３３ １．１５ 拟合

ＡＴＦＳＡＳ ０．９３ １．３４ １．１６ 拟合

　　注：若 ＭＡＥ指标高于２．５℃，定义为欠拟合。

　　表２为不同模型在测试集中的泛化情况，分析

得到，ＡＴＦＳＡＳ表现出最佳泛化能力，其 ＭＡＥ为

１．７１０８℃。相较 于传统神 经网 络 模 型 （ＧＲＵ、

ＬＳＴＭ 及 ＣｏｎｖＬＳＴＭ），ＡＴＦＳＡＳ 分 别 实 现 了

２２．２３％、２５．２９％和１９．６８％的性能提升。进一步

比较基于注意力机制的Ｉｎｆｏｒｍｅｒ和ＦＥＤｆｏｒｍｅｒ模

型，其泛化性能分别提高了１０．８９％和７．０２％，证明

ＡＴＦＳＡＳ在精细化气温预报方面不仅优于传统模

型，同时相比近年提出的方法也同样具有明显优势。

表２　不同模型在测试集中的泛化能力

犜犪犫犾犲２　犌犲狀犲狉犪犾犻狕犪狋犻狅狀犪犫犻犾犻狋狔狅犳犿狅犱犲犾狊狅狀狋犺犲狋犲狊狋狊犲狋

模型名称 ＭＡＥ／℃ ＭＳＥ／℃ ＲＭＳＥ／℃

ＲＮＮ ４．６１ ３４．６２ ５．８８

ＧＲＵ ２．２０ ８．７９ ２．９６

ＬＳＴＭ ２．２９ ９．５１ ３．０８

ＣｏｎｖＬＳＴＭ ２．１３ ８．３３ ２．８８

ＰｒｅｄＲＮＮ ２．０７ ７．４９ ２．７２

Ｉｎｆｏｒｍｅｒ １．９２ ６．７２ ２．５７

ＦＥＤｆｏｒｍｅｒ １．８４ ５．９８ ２．４２

ＡＴＦＳＡＳ １．７１０８ ４．３９４２ ２．０９５９

４．３．２　信号融合过程分析

设定解码器为２层结构，因此气温预报结果由

８个分量组成，包括１个周期性分量、１个近期气温

平均值，以及６个趋势分量（每层解码器预测３个趋

势分量）。

以德国耶拿市２０１１年１月７日（世界时，下同）

气温预报结果融合过程为例（图２）。最初，预报结

果仅表现为一条直线（近期气温均值）。随着周期性

分量犛和趋势分量犜１ 的加入（图２ｂ），蓝色曲线（预

报值）的走向大体与绿色曲线（实际值）相似，但出现

了明显的震荡。随着时间序列分解单元逐步分解隐

藏状态，加入趋势分量犜１～犜５ 后，预报结果的震荡

现象得到缓解，直至最后一个趋势分量犜６ 加入，得

７２７　第６期　　　　　　　　　　　杨　彬等：基于注意力机制与自适应时序分解的气温预报模型　　　　　　　　　　　　



图２　ＡＴＦＳＡＳ模型对德国耶拿市２０１１年１月７日气温预报结果的融合过程可视化

Ｆｉｇ．２　Ｖｉｓｕａｌｉｚａｔｉｏｎｏｆｔｈｅｆｕｓｉｏｎｐｒｏｃｅｓｓｏｆａｉｒｔｅｍｐｅｒａｔｕｒｅｆｏｒｅｃａｓｔｅｄｂｙ

ＡＴＦＳＡＳｉｎＪｅｎａ，Ｇｅｒｍａｎｙｏｎ７Ｊａｎｕａｒｙ２０１１

到最终的气温预报结果（图２ｇ）。这一策略从时间

序列分解的角度出发，解决了传统模型存在的预测

结果偏移、精度不佳，以及泛化性能不足的问题。

４．３．３　２４ｈ精细化气温预报效果分析

图３为ＡＴＦＳＡＳ进行２４ｈ时效的气温预报效

果。完整的气温拟合效果图可访问ｈｔｔｐｓ：∥ｚｅｎｏ

ｄｏ．ｏｒｇ／ｒｅｃｏｒｄ／８３２５３９９获取。总体来看，该模型在

精细化气温预报方面表现较好。然而，在不同时间

区段的性能表现出一定的差异性。具体来说，在

００：００—１２：００，预报结果具有较高的准确性。在

１２：００—１８：００，模型受到误差累积等因素的影响，部

分结果呈现轻微的偏移和波动现象。此外，尽管

ＡＴＦＳＡＳ在１８：００—２４：００期间的准确性有所下

降，但误差依然被控制在一个相对较小的范围，未观

察到逆向趋势预报现象。

　　进一步地，统计了ＡＴＦＳＡＳ在不同时段的性能

表现，如图 ４ 所示，影响性能的主要时间段是

１６：００—２２：００，此期间 ＭＡＥ超过了２．４℃，与图２

表现相符。分析认为，精度下降主要归因于两个方

面：首先，数据分布的变化和误差累积导致了神经网

络处理时间序列的能力降低（孙健等，２０２１）；其次，

天气突变以及其他与时间相关的因素对预报产生了

负面影响（陈鹤等，２０２２）。相反，在００：００—１０：００

期间，其 ＭＡＥ保持在１．３℃以下，表明此期间的预

报结果具有较高的可信度。

４．４　日平均气温预报性能分析

本节以“中国地面气候资料日值数据集”为数据

源，评估了ＡＴＦＳＡＳ模型在“南京地区的中短期日

平均气温预报”和“多地区单日平均气温预报”方面

的表现。
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图３　ＡＴＦＳＡＳ模型对２０１１年德国耶拿市２４ｈ气温预报与实况对比

Ｆｉｇ．３　Ｃｏｍｐａｒｉｓｏｎｏｆ２４ｈａｉｒｔｅｍｐｅｒａｔｕｒｅｆｏｒｅｃａｓｔｅｄｂｙＡＴＦＳＡＳｆｏｒＪｅｎａ，Ｇｅｒｍａｎｙｗｉｔｈｔｈｅｏｂｓｅｒｖａｔｉｏｎｉｎ２０１１

图４　ＡＴＦＳＡＳ模型对２０１１年德国耶拿市气温预报在２４ｈ时效内各时段的平均绝对误差
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４．４．１　中短期日平均气温预报分析

选定“南京市”作为研究区域，利用过去３０ｄ的

气象数据来预报未来１～１４ｄ的日平均气温。根据

表３，随着预报时效的增长，受限于误差累积，导致

所有模型的精度普遍下降。然而，不同模型之间的

性能差异显著。具体地，ＡＴＦＳＡＳ 的 ＭＡＥ 为

２．５８４℃，相比于统计模型 ＡＲＩＭＡ，其性能提升了

５４．９８％。与此同时，在与 ＧＣＮＢｉＬＳＴＭ、ＤＦＮ和

ＬＳＴＭ的比较中，ＡＴＦＳＡＳ分别实现了１４．４３％、

４３．７０％和３５．５６％的提升，表明其在中短期日平均

气温预报方面的优越性。

４．４．２　多地区单日平均气温预报分析

选取哈尔滨、北京、济南、青岛、南京、杭州、广州

以及深圳作为研究区域，将各地区前３０ｄ的气象数

据作为输入，旨在预报各地区未来１ｄ的平均气温。

图５显示了不同模型在各地区的单日平均气温

表３　不同模型对南京日平均气温的中短期预报性能对比

犜犪犫犾犲３　犆狅犿狆犪狉犻狊狅狀狅犳犱犪犻犾狔犪狏犲狉犪犵犲犪犻狉狋犲犿狆犲狉犪狋狌狉犲犳狅狉犲犮犪狊狋犲犱狆犲狉犳狅狉犿犪狀犮犲狅犳

犿狅犱犲犾狊犻狀狋犺犲犿犲犱犻狌犿犪狀犱狊犺狅狉狋狋犲狉犿狊犳狅狉犖犪狀犼犻狀犵

预报时效／ｄ
ＭＡＥ／℃

ＡＴＦＳＡＳ ＧＣＮＢｉＬＳＴＭ ＤＦＮ ＬＳＴＭ ＡＲＩＭＡ

１ ２．２１６ ２．４１ ３．４４ ２．９８ ４．１２

２ ２．２４７ ２．３５ ３．５６ ３．１５ ４．２５

３ ２．２７０ ２．５７ ３．４２ ２．８６ ４．０２

４ ２．３４２ ２．６８ ３．８３ ３．４５ ４．２４

５ ２．３６３ ２．７９ ３．７５ ３．７１ ４．３４

６ ２．４２９ ３．１７ ４．１４ ３．８８ ４．９８

７ ２．５１９ ２．８５ ４．３５ ３．９５ ５．６８

８ ２．４７２ ２．９６ ４．６５ ３．６５ ５．８５

９ ２．６４８ ３．１９ ４．８５ ４．２５ ６．２５

１０ ２．６２６ ３．４８ ４．９５ ４．０５ ６．５７

１１ ２．７９６ ３．２２ ５．４１ ４．５３ ７．１５

１２ ２．９６２ ３．５９ ５．７５ ４．９１ ６．８９

１３ ３．０６７ ３．２６ ６．１８ ５．１１ ７．５５

１４ ３．２２１ ３．７５ ５．９６ ５．４５ ８．４５

平均 ２．５８４ ３．０２ ４．５９ ４．０１ ５．７４

图５　不同模型对中国８个城市单日平均气温的预报性能对比

Ｆｉｇ．５　Ｃｏｍｐａｒｉｓｏｎｏｆｍｏｄｅｌｓ’ｐｅｒｆｏｒｍａｎｃｅｉｎｓｉｎｇｌｅｄａｙａｖｅｒａｇｅ

ａｉｒｔｅｍｐｅｒａｔｕｒｅｆｏｒｅｃａｓｔｅｄｆｏｒ８ｃｉｔｉｅｓｏｆＣｈｉｎａ
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预报性能，最右列总结了不同模型对于所有研究区

域日均气温预报的平均性能。结果表明，统计学模

型ＡＲＩＭＡ的表现依旧不佳。ＤＦＮ模型因其结构

较为简单，虽然性能优于统计学模型，但与其他深度

学习模型相比仍有改进空间。相比之下，ＡＴＦＳＡＳ

模型在各地区的单日平均气温预报任务中均展现出

最佳性能，平均 ＭＡＥ值达到２．３２℃。比较 ＭＡＥ情

况，与ＡＲＩＭＡ相比，ＡＴＦＳＡＳ实现了４４．４２％的性能

提升；与ＤＦＮ、ＬＳＴＭ 和ＧＣＮＢｉＬＳＴＭ 相比，则分

别提升了３４．２５％、２３．６６％和１０．１０％的预报精度

（表４）。此外，图５也表明，ＡＴＦＳＡＳ对不同研究地

区的预报性能表现保持稳定，没有出现显著波动，展

现了其良好的适用性。

表４　不同模型对中国８个城市单日平均气温的预报性能对比

犜犪犫犾犲４　犆狅犿狆犪狉犻狊狅狀狅犳狊犻狀犵犾犲犱犪狔犪狏犲狉犪犵犲犪犻狉狋犲犿狆犲狉犪狋狌狉犲犳狅狉犲犮犪狊狋狆犲狉犳狅狉犿犪狀犮犲

狅犳犿狅犱犲犾狊犳狅狉８犮犻狋犻犲狊狅犳犆犺犻狀犪

地区
ＭＡＥ／℃

ＡＴＦＳＡＳ ＧＣＮＢｉＬＳＴＭ ＤＦＮ ＬＳＴＭ ＡＲＩＭＡ

哈尔滨 ２．５４３ ２．８８０ ３．８５７ ３．４６２ ４．４０２

北京 ２．５７５ ２．７６５ ３．７１４ ３．３５１ ４．２４６

济南 ２．４５９ ２．８８６ ３．９７０ ３．５５１ ４．５８３

青岛 ２．１２１ ２．３７２ ３．４４６ ２．８２１ ４．０５７

南京 ２．２１６ ２．４１４ ３．４４５ ２．９８２ ４．１２２

杭州 ２．２１１ ２．４８７ ３．２３３ ２．７８５ ４．０１２

广州 ２．２３８ ２．３４５ ３．１２０ ２．６９４ ３．９２４

深圳 ２．２１９ ２．３１８ ３．３３５ ２．７４３ ３．８４６

５　结论与讨论

针对传统方法在气温预报中存在精度不足、泛

化能力弱以及适用性不佳的问题，提出了一种基于

稀疏注意力与自适应时序分解的气温预报模型

ＡＴＦＳＡＳ，主要结论如下：

（１）稀疏注意力机制有效聚焦于重要序列信息，

减少无关信息的干扰，提高了ＡＴＦＳＡＳ在捕捉气象

观测数据之间依赖关系的能力。

（２）信息蒸馏方法有效减少了编码过程中造成

的信息冗余，提高了编码信息的有效性以及解码器

处理隐藏状态表示方面的效率。

（３）通过将多层解码器与自适应时序分解单元

相结合，缓解了预报结果的震荡和偏移现象，进一步

提高了气温预报精度。

利用ＡＴＦＳＡＳ模型完成了包括“德国耶拿地区

的２４ｈ精细化气温预报”“南京地区的中短期日平

均气温预报”以及“多地区单日平均气温预报”方面

的可行性试验。结果表明，与传统方法相比，该模型

具有较高的气温预报精度以及较广的适用范围。未

来工作将致力于解决模型在中长期预报中由于误差

累积等因素引起的精度下降问题。
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