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提　要：为了提高短时强降水预报准确性，在２０１９—２０２０年４—９月福建省逐时降水实况观测资料与中国气象局广东快速

更新同化数值预报系统（ＣＭＡＧＤ）模式预报产品的基础上，应用ＬｉｇｈｔＧＢＭ 集成学习算法框架，建立以３０ｍｍ·ｈ
－１为阈值

的逐时降水预报模型。通过特征处理、自助聚合及超参数搜索等技术对模型进行优化，结合ＡＵＣ、ＡＵＰＲ与传统分类指标，设

计了包括业务模拟测试在内的多项试验，通过对比各建模方案验证了模型对于较长时效的短时强降水预报的适用性。结果

表明：模式预报本身的命中率和空报率均较高，各建模方案具有不同程度的改善作用。自助聚合可以增强模型预测稳定性，

轻微不平衡子训练集能降低模型预测空报率而取得更高的综合评分，在验证集中最佳ＴＳ评分可达１７．５％；对分类信息增益

贡献最大的特征变量为Ｋ指数，其次为５００ｈＰａ露点温度和时间参数特征；试验指标从优到劣依次为：随机交叉验证、小时划

分的随机交叉验证、业务模拟测试，可见模型有效性主要来自相同或相邻时刻的样本信息；设计基于逻辑回归的异质模型动

态融合方案以改善静态同质模型表现，各项指标均有小幅提升，在命中率接近５０％时削减空报样本超过５２万个。
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引　言

短时强降水是福建汛期内较常发生的强对流天

气之一，这种极端降水天气主要由超级单体和中尺

度对流系统（ＭＣＳ）造成（章丽娜等，２０１４）。随着高

分辨率中尺度数值模式在短时临近预报预警业务中

的广泛应用，对于短时强降水预报的客观订正技术

需求也日益迫切。结合福建省业务标准，将小时雨

强超过３０ｍｍ·ｈ－１的降水事件定为短时强降水。

从全年的逐时数据来看，短时强降水的样本比例极

低。尽管过去大多数研究是基于逐日降水资料开展

的，但是逐时降水数据能反映出更加精细的特征（李

德帅，２０１６）。另外，在降水事件时间尺度为１ｈ的

情况下其非线性和随机性特点将进一步放大，加大

了预报订正的难度。

与降水客观预报订正技术相关的研究工作逐年

增多。唐健等（２０１８）实现了主客观融合定量降水预

报（ＱＰＦ）平台，其中包括多模式 ＱＰＦ集成技术与

ＱＰＦ预报场调整和订正技术等，对预报业务起到了

良好的支撑作用；唐冶等（２０２１）采用消空订正方案

对新疆区域数值天气预报系统ＤＯＧＲＡＦＳ的降水

预报产品进行订正，小幅提高了晴雨准确率和 ＴＳ

评分；张华龙等（２０２１）基于因子分析法构建分期、分

区短时强降水逐６ｈ格点概率预报模型，在汛期业

务试验中相对于模式预报提升较大，尤其对于容易

漏报的暖区短时强降水具有明显优势；张武龙等

（２０２１）通过时间滞后集合预报方法构建多个不同权

重系数的集合成员进行逐小时降水预报，发现晴雨

ＴＳ评分提升了１０％左右，且有效减小了模式空报

率；洪伟和郑玉兰（２０１８）在分析福建前汛期短时强

降水发生背景下模式预报物理量分布特征的基础

上，建立基于阈值判定方法的短时强降水预报模型，

对福建西部关键区的ＴＳ评分白天可达０．５、夜间约

为０．３；危国飞等（２０２０）设计了全球模式与区域模

式相结合的降水分级最优化权重集成预报算法，

２４ｈ累计降水预报ＴＳ评分比主观预报高出０．９％

～２．３％；赵渊明和漆梁波（２０２１）基于上游降水实况

与模式预报的匹配程度，设计动态权重多模式短时

临近定量降水概率预报方法，有效提高定量降水概

率预报的准确性；潘留杰等（２０２２）基于卡尔曼滤波

方法动态匹配预报和观测降水频率进行降水预报订

正，发现能够改善模式对小量级降水预报偏大、大量

级降水预报偏小的现象。但总体上，精细到逐小时

降水的客观预报方法研究仍相对较少。

近年来，以神经网络为代表的机器学习方法逐

渐展现出在强对流预测方面的潜力。金子琪等

（２０２１）采用卷积神经网络算法构建飑线识别模型，

揭示了该算法能够学习并识别飑线和非飑线回波的

图像特征；黄骄文等（２０２１）构建基于深度学习网络

的降水相态判识模型，针对两年数据以及一次大范

围雨雪天气过程进行检验，判识准确率为９８．２％，

雨、雪的ＴＳ评分分别为９７．４％和９４．４％，较传统

指标阈值法的判识准确率有较大提高；张烨方等

（２０２１）以卷积神经网络模型为基础，结合多个时间

序列的雷达产品与闪电数据研发雷电临近预报方

法，与常规采用雷达、闪电阈值控制的雷电预警算法

相比准确率有所提高；韩丰等（２０２１）以大气层结和

对流参数作为特征参数，基于ＸＧＢｏｏｓｔ集成学习方

法建立短时强降水预报模型，同时使用分段权重损
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失函数进行模型调优，命中率为０．６５、空报率为

０．３７、ＴＳ评分为０．４７，表明模型对短时强降水天气

具有一定预报能力。

集成学习（ｅｎｓｅｍｂｌｅｌｅａｒｎｉｎｇ）是机器学习领域

最热门的研究方向之一，基本思想是通过提升

（ｂｏｏｓｔｉｎｇ）、自助聚合（Ｂａｇｇｉｎｇ）和推叠（ｓｔａｃｋｉｎｇ）

等方式将多个弱学习器进行组合以获得比单一模型

更好的表现和更小的误差（余东昌等，２０２１），其中梯

度提升决策树 （ｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇｄｅｃｉｓｉｏｎｔｒｅｅ，

ＧＢＤＴ）算法在分类、回归、排序等问题上取得了优

异的性能，在学术界和工业界中被广泛使用（江佳伟

等，２０１９）。轻量梯度提升机（ｌｉｇｈｔｇｒａｄｉｅｎｔｂｏｏｓ

ｔｉｎｇｍａｃｈｉｎｅ，ＬｉｇｈｔＧＢＭ）则是在ＧＢＤＴ的基础上

引入多项优化技术进行改进和提升的一种算法框

架，主要目的在于解决高维度大样本数据运行耗时

及可拓展性差的问题（刘新伟等，２０２１），具备内存占

用少、并行化学习和准确率较高的优点。在几乎相

同的精度上，ＬｉｇｈｔＧＢＭ 可以使传统ＧＢＤＴ的训练

过程加速２０倍以上（Ｋｅｅｔａｌ，２０１７），自２０１６年开

源以来逐渐成为Ｋａｇｇｌｅ等数据挖掘竞赛中的夺冠

热门算法。

本研究应用ＬｉｇｈｔＧＢＭ 集成学习算法框架建

立逐小时的短时强降水预报模型，在特征处理、自助

聚合以及超参数搜索等模型优化技术的基础上，通

过多项对比试验对不同方案下的模型预测能力进行

评估，并针对业务实践中的应用难点设计了基于逻

辑回归的异质模型动态融合方案，在一定程度上提

高了长时效、精细化的短时强降水预报能力，为集成

学习与模型融合方法在数值预报订正中的应用提供

了有益参考。

１　资　料

１．１　实况资料

选取２０１９—２０２０年４—９月福建地区的逐小时

自动站观测数据作为实况资料，全省自动站数量约

为２２００个。２０１９年和２０２０年收集到的有效样本

数分别为４４９１６０４个和４３６８４９７个。其中，２０１９年

作为建模所用的已知的训练集和验证集，而２０２０年

作为未知的测试集，旨在最大限度模拟实际业务情

况下模型的表现。以３０ｍｍ·ｈ－１为阈值将实况资

料划分为正负类样本，其中≥３０ｍｍ·ｈ
－１为正样

本，具体分布如表１。从样本比例来看，实况资料具

有极端不平衡的特点，短时强降水属于极小概率事

件，后续试验将会对此问题进行探讨。

表１　２０１９年和２０２０年的正负类样本数量

犜犪犫犾犲１　犘狅狊犻狋犻狏犲犪狀犱狀犲犵犪狋犻狏犲狊犪犿狆犾犲狊犻狕犲狊犻狀２０１９犪狀犱２０２０

年份 降水区间／（ｍｍ·ｈ－１）样本数／个 样本比例／％

２０１９年
［０，３０） ４４８８１５１ ９９．９２３

［３０，∞） ３４５３ ０．０７７

２０２０年
［０，３０） ４３６６４６２ ９９．９５３

［３０，∞） ２０３５ ０．０４７

１．２　预报资料

在中国气象局广东快速更新同化数值预报系统

（ＣＭＡＧＤ）模式预报的基础上开展订正试验。该

模式预报产品的空间分辨率约为０．０３°×０．０３°，预

报间隔为１ｈ，每日起报时次为０８时和２０时（北京

时，下同）。以当日白天的短时强降水潜势预报为

例，由于计算耗时、传输延迟等因素，一般只能参考

前日２０时起报的ＣＭＡＧＤ模式产品。因此选择

２０１９年和２０２０年４—９月、预报时效为１８～２３ｈ

（预报时段只涵盖了下午至傍晚及后半夜）的预报产

品，其预报变量主要有各等压面层的温度、位势高

度、相对湿度、露点温度、水平风场、垂直速度、沙氏

指数和Ｋ指数等。以观测站点为中心，应用最邻近

１６点平均插值计算对应于该站点的特征变量。如

此得到的“点”特征称为结构化特征，便于集成学习

模型训练。另外，由于数值模式升级或气候背景变

化，２０１９年和２０２０年的数据分布规律可能会存在

差异，称为数据漂移，因此订正模型需要具备一定的

泛化能力以适应新的数据。

２　方　法

２．１　犔犻犵犺狋犌犅犕集成学习算法框架与建模思路

集成学习是指通过训练与集成多个弱分类器来

提高最终学习效果的一种技术（李勇等，２０１４），本研

究具体采用ＬｉｇｈｔＧＢＭ算法框架进行建模。Ｌｉｇｈｔ

ＧＢＭ作为集成学习代表性算法之一，其基本原理

是通过梯度下降法不断拟合残差（真实值与预测值

的偏差）来迭代学习的决策树，再将所有决策树的单

独预测进行相加即得最终结果，因此可以由如下公

０５　　　　　　　　　　　　　　　　　　　 　气　　象　　　　　　　　　　　　　　　 　　 　　　第５０卷　



式表示：

犳狀（犡）＝∑
犖

狀＝１

犜（犡；Θ狀） （１）

式中：犡代表输入特征变量，犜代表决策树，Θ狀 为决

策树的超参数（如最大深度、叶子节点数等），犖 为

决策树的个数。ＬｉｇｈｔＧＢＭ应用了两种创新性采样

技术：基于梯度的单侧采样（ｇｒａｄｉｅｎｔｂａｓｅｄｏｎｅｓｉｄｅ

ｓａｍｐｌｉｎｇ）和互斥特征捆绑（ｅｘｃｌｕｓｉｖｅｆｅａｔｕｒｅｂｕｎｄ

ｌｉｎｇ）。前者可以缩减用于计算信息增益的样本数

量，后者则能减少用于参与分裂点筛选计算的特征

数量（任师攀和彭一宁，２０２０）。

在具体算法应用中，对于狋时刻至狋＋１时刻的

多个站点累计雨量犘，依托ＬｉｇｈｔＧＢＭ 建模工具包

来挖掘与狋时刻模式预报的结构化特征变量犡 之间

的隐含关系，即假设存在犘＝犳（犡）＋ε，其中ε代表

预测误差。这样的建模思路不仅可以大幅增加样本

数据量，而且不会受到外推时效的制约，能够在数值

模式的基础上进行较长时效的预报。

２．２　特征处理

对２０１９年特征变量进行标准化处理，再利用其

均值和标准差对２０２０年特征变量做相同变换。由

于短时强降水在不同的季节具有不同的日变化规律

（付超等，２０１９），为了让模型尽可能地捕捉到这种规

律以增强待挖掘的映射关系，在原始特征的基础上

添加时间参数特征，具体包括距离当年１月１日的

天数（日期参数）和降水所在的时刻（时刻参数）。

最后根据皮尔逊相关系数大小进行特征过滤。

分析特征变量两两之间的相关系数，以０．９５为判断

阈值，选择两个强线性相关特征变量中的一个进行

剔除，从而减少建模过程中的冗余数据与过拟合现

象对模型的不利影响。

２．３　分层犓折交叉验证与自助聚合

数据采样和模型训练过程中均不可避免地存在

随机性。为了增加试验结果的可信度以及提高样本

数据利用率，有关２０１９年数据的试验中采用随机分

层４折交叉验证：将数据集进行随机采样而划分为

４份，且保持每份子集中的正负样本比例与全集基

本一致，每次试验取其中３份作为训练集，剩余１份

作为验证集以跟踪模型性能变化，最后取４次试验

结果的平均值进行分析。

针对逐小时降水样本极端不平衡的问题，可以

采用自助聚合（ｂｏｏｔｓｔｒａｐａｇｇｒｅｇａｔｉｎｇ，简称 Ｂａｇ

ｇｉｎｇ）方法缓解其不利影响。在训练集中，对大数量

负样本随机采样犖 次，每次采样数与正样本数的比

例为犘，然后与同一份正样本组成子训练集，且通过

调节犖 和犘 可在一定程度上提高样本利用率与削

弱样本不平衡程度。相比于单纯的平衡欠采样，

经过Ｂａｇｇｉｎｇ处理后的数据利用率至少增加了

（犖－１）／２倍。基于犖 份子训练集可训练出犖 个

超参数不同的同质基模型，再对每个基模型的预测

结果进行平均。

２．４　模型跟踪指标

利用模型输出的概率预测结果对逐时降水进行

分类预报，会涉及到分类阈值的问题，传统的检验指

标（如ＴＳ评分、命中率ＰＯＤ和空报率ＦＡＲ等）会

随分类阈值变化而变化。当阈值较低时，命中率提

高，空报率也随之增加，反之则都会降低，因此传统

的检验指标不利于实时跟踪和评估模型性能随训练

代数的变化。引入受试者工作特征曲线（ｒｅｃｅｉｖｅｒ

ｏｐｅｒａｔｉｎｇｃｈａｒａｃｔｅｒｉｓｔｉｃｃｕｒｖｅ，ＲＯＣ）曲线下面积

（ａｒｅａｕｎｄｅｒＲＯＣｃｕｒｖｅ，ＡＵＣ）、精准率和召回率曲

线（ｐｒｅｃｉｓｉｏｎｒｅｃａｌｌｃｕｒｖｅ，ＰＲ）曲线下面积（ａｒｅａｕｎ

ｄｅｒＰＲｃｕｒｖｅ，ＡＵＰＲ）来解决该问题。ＲＯＣ曲线

和ＰＲ曲线均是指遍历所有分类概率阈值后由相应

坐标系中的散点所连成的曲线。其中，ＲＯＣ曲线以

伪阳性率（ｆａｌｓｅｐｏｓｉｔｉｖｅｒａｔｅ，ＦＰＲ）为横坐标，以真

阳性率（ｔｒｕｅｐｏｓｉｔｉｖｅｒａｔｅ，ＴＰＲ）为纵坐标；而ＰＲ

曲线是以召回率Ｒｅｃａｌｌ为横坐标，以精准率Ｐｒｅｃｉ

ｓｉｏｎ为纵坐标（黄苏琦，２０２０）。其中，ＴＰＲ与召回

率是一致的，等同于气象业务检验中常用的命中率

ＰＯＤ，而精准率与空报率之和为１。当ＡＵＣ为０．５

时说明预测完全是随机的；ＡＵＣ在０．５以上才能说

明模型具有正向预测价值；ＡＵＣ和 ＡＵＰＲ越接近

１，则模型整体的预测效果越趋于完美。在正负样本

不平衡的分类问题中，ＰＲ曲线与ＲＯＣ曲线的评价

结果并不一致，ＰＲ曲线更能突出不同算法之间的

性能差异（ＤａｖｉｓａｎｄＧｏａｄｒｉｃｈ，２００６），其纵轴也更

加贴近气象业务检验习惯。

３　分　析

３．１　模式预报检验

分别对２０１９年和２０２０年ＣＭＡＧＤ模式预报

进行以３０ｍｍ·ｈ－１为阈值的二分类检验。２０２０年

的ＡＵＣ为０．７５７７，高于２０１９年的０．７０２２；但从更
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具参考意义的ＡＵＰＲ来看，２０１９年的０．２３５４略高

于２０２０年的０．２１７８。

传统的分类检验指标与分类阈值密切相关，从

命中率、空报率、ＴＳ评分和ＦＰＲ随分类阈值变化

（图１）的角度来对比两者表现。可以发现，２０１９年

和２０２０年模式预报的命中率变化曲线基本重合，但

在分类阈值接近３０ｍｍ·ｈ－１时后者仍保持在４７％

以上，略高于２０１９年；对于空报率和ＴＳ评分而言，

２０２０年模式预报均显著优于２０１９年，侧面反映了

在极端不平衡数据中空报情况对 ＴＳ评分影响很

大；２０１９年模式预报的ＦＰＲ略优于２０２０年。整体

来看模式对逐小时强降水预报仍不够理想，业务应

用存在困难。

３．２　基于犔犻犵犺狋犌犅犕的建模方案与超参数优化

在２０１９年数据集上训练模型和调整超参数。

通过随机４折交叉验证将２０１９年数据集划分为

７５％的训练集和２５％的验证集。验证集作为模型

未曾学习过的陌生数据，跟踪其指标变化能够在一

定程度上反映模型的过拟合程度，还可以为模型的

超参数调优提供必不可少的参考依据。

在训练集的全部样本数据直接用于建模的情况

下，由于过度拟合极端不平衡数据，模型性能变得极

不稳定，验证集变化曲线大幅波动，即模型失效

（图略）。因此需应用Ｂａｇｇｉｎｇ方法进行处理，设定

子模型数量为３个，采样的正负样本比例为１。不

同的超参数组合对模型表现影响极大，最大深度和

叶子节点数从小到大意味着模型拟合能力越来越

强，但泛化能力可能下降。如图２所示，Ｂａｇｇｉｎｇ采

样融合方法带来的最大改变是模型在验证集上的稳

定性大大增加，ＡＵＣ与 ＡＵＰＲ均随着训练次数增

加而大致趋于收敛。同时注意到ＡＵＣ和ＡＵＰＲ变

化曲线均呈“Ｖ”形。当超参数较小时（图２ａ，２ｂ），前

５代以内的模型反而取得了较高的ＡＵＣ和ＡＵＰＲ，

这主要是因为此时模型拟合能力偏弱、泛化能力偏

强而具有高命中率的特点导致的。随着训练代数的

增加，模型拟合能力逐渐增强，ＡＵＣ和ＡＵＰＲ也有

所回调，隐含了模型拟合能力与泛化能力相互制约

的关系。

相比于模式预报在验证集上的ＡＵＣ为０．７０６，

不同超参数组合的订正模型在该项指标上均有显著

提升，且表现出随着模型超参数增大而小幅增加的

趋势。另外，模式预报的 ＡＵＰＲ为０．１１４，当最大

深度和叶子节点数较大时模型的该项指标有所下

滑，逐渐劣于数值模式。

　　为了进一步改善模型表现，尝试对Ｂａｇｇｉｎｇ采

样的样本比例进行调节。以最大深度为８、叶子节

点数为２２的订正模型为研究对象，当负类样本数与

正类样本数之比犘逐渐增大时，ＡＵＣ与 ＡＵＰＲ均

有不同程度提高，ＡＵＰＲ尤其显著（图３）。当犘＝６

时ＡＵＣ最大值超过０．９７，犘＝１０时ＡＵＰＲ最大值

超过０．２，且注意到此时模型还存在继续训练的潜

力，表明了模型能够从轻微不平衡训练集中学习到

比平衡训练集更多的数据信息。

　　分析基于轻微不平衡与平衡采样训练集的建模

方案在传统分类指标上的差异。从图４可以看到，

平衡方案的优势在于高命中率，除此之外的其他指

标在全部概率分类阈值上均劣于轻微不平衡方案。

以犘＝１０为例，当分类阈值达到０．８以上时，命中

率快速下滑至３０％左右，同时空报率也降低至约

７０％，ＴＳ评分则快速上升至超过１７．５％，ＦＰＲ则变

化不大，整体保持在１０％以下。由此可见，面对极

端不平衡的数据集，提高预测ＴＳ评分的关键和难

点在于降低空报率。

　　基于ＬｉｇｈｔＧＢＭ 的订正模型在训练完成后可

从累计信息增益的角度统计特征重要性。信息增益

犵的公式如下：

犵（犇，犃）＝犎（犇）－犎（犇狘犃） （２）

其中

犎（犡）＝－∑
狀

犻＝１

狆（狓犻）ｌｏｇ２狆（狓犻） （３）

式中：犇和犃 分别表示待分类数据和分类条件，犎

表示信息熵，狀为类别数（二分类中为２），狆（狓犻）为该

类别事件发生概率。对轻微不平衡模型而言，排序

前十的特征变量如表２所示，最重要的特征变量为Ｋ

指数，且重要性远远大于之后的特征变量，可见Ｋ指

数对于模型预测的指示意义最佳。其次为５００ｈＰａ

露点温度，第三和第四分别为自定义添加的时间特

征———时刻参数和日期参数，表明了日变化和年变化

规律的挖掘对于模型预测具有较大的帮助。另外，

７００ｈＰａ以上经向风、中高层位势高度与８５０ｈＰａ相

对湿度也占据一定的重要性。

３．３　订正模型的有效性分析

上述建模与调参试验中均无视数据集中存在的

时间关系而进行随机交叉验证，为了进一步分析轻

微不平衡模型的有效性来源以及在具有时间关系的

业务模拟中的表现，分别设计２０１９年小时划分的交

叉验证试验以及２０２０年测试集试验，模型超参数设
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图１　２０１９年和２０２０年ＣＭＡＧＤ模式预报检验指标随分类阈值的变化

Ｆｉｇ．１　ＣｈａｎｇｅｏｆＣＭＡＧＤｍｏｄｅｌｆｏｒｅｃａｓｔｓｋｉｌｌｗｉｔｈｃｌａｓｓｉｆｉｃａｔｉｏｎｔｈｒｅｓｈｏｌｄｓｉｎ２０１９ａｎｄ２０２０

图２　不同超参数的模型在验证集上的ＡＵＣ与ＡＵＰＲ

Ｆｉｇ．２　ＡＵＣａｎｄＡＵＰＲｏｆｃｏｒｒｅｃｔｉｏｎｍｏｄｅｌｓｗｉｔｈｄｉｆｆｅｒｅｎｔｈｙｐｅｒｐａｒａｍｅｔｅｒｓｉｎｖａｌｉｄａｔｉｏｎｓｅｔ

为：最大深度为８、叶子节点数为２２、子模型数为３、

负类与正类样本之比为１０。

　　同样基于２０１９年数据集，小时随机交叉验证与

３．２节中随机交叉验证的最大不同在于，模型无法

从训练集中学习到与验证集中所属同一小时的样本

数据，从而避免了时间上的信息泄露。在这种情况

下，模型预测能力明显下降，尤其是 ＡＵＰＲ最高仅

为０．０２４，几乎缩减了一个数量级（图５ａ），此时最高

ＴＳ评分只有３．６７１％，命中率下降至１０．９５９％，空

报率也升高至９４．７６８％。不难发现，同一小时内的

样本信息对模型能力提升的贡献极大，即便是相邻

时刻的样本也难以弥补其作用。换言之，该试验验

证了基于数值模式的逐时降水数据集具有时间敏感

的特点，这会给模式后处理技术带来很大的困难。

２０２０年测试集的条件更为苛刻，与训练集之间

基本不存在时间相关性，模型甚至无法获取邻近时

刻的样本信息。因此，模型的最高 ＡＵＣ和 ＡＵＰＲ

再度下降，分别仅有０．８８３和０．００３，表明了模型从
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图３　不同犘值下轻微不平衡采样的模型在验证集上的ＡＵＣ与ＡＵＰＲ

Ｆｉｇ．３　ＡＵＣａｎｄＡＵＰＲｏｆｃｏｒｒｅｃｔｉｏｎｍｏｄｅｌｓｗｉｔｈｓｌｉｇｈｔｌｙｉｍｂａｌａｎｃｅｄｓａｍｐｌｉｎｇｉｎｖａｌｉｄａｔｉｏｎｓｅｔｕｎｄｅｒｄｉｆｆｅｒｅｎｔ犘ｖａｌｕｅｓ

图４　不同Ｂａｇｇｉｎｇ采样比例的ＬｉｇｈｔＧＢＭ模型预报检验指标对比

Ｆｉｇ．４　ＣｏｍｐａｒｉｓｏｎｏｆＬｉｇｈｔＧＢＭｍｏｄｅｌｆｏｒｅｃａｓｔｓｋｉｌｌｗｉｔｈｄｉｆｆｅｒｅｎｔＢａｇｇｉｎｇｓａｍｐｌｉｎｇｓｃａｌｅｓ

表２　模型特征重要性前十排序

犜犪犫犾犲２　犜犺犲狋狅狆１０狉犪狀犽犻狀犵狅犳犿狅犱犲犾犳犲犪狋狌狉犲犻犿狆狅狉狋犪狀犮犲

序号 特征变量 特征重要性

１ Ｋ指数 １２３２２．９

２ ５００ｈＰａ露点温度 ２２８８．８

３ 时刻参数 ２１３３．１

４ 日期参数 １８２２．９

５ ７００ｈＰａ经向风 １７１５．０

６ ２００ｈＰａ经向风 １５９１．７

７ ５００ｈＰａ位势高度 １５６７．３

８ ２００ｈＰａ位势高度 １５３５．１

９ ８５０ｈＰａ相对湿度 １４９５．３

１０ ５００ｈＰａ经向风 １４１４．２

２０１９年数据集中学习到的映射关系只有很小一部

分适用于２０２０年，再次验证了模型有效性主要来自

于相同或相邻时刻的样本信息。

３．４　异质模型动态融合方案

从模拟实际业务的角度来讲，尽管无法得到超

出当前时刻的样本信息，但可以将已发生的最新样

本信息用来更新模型，使模型逐渐适应新的数据分

布。上述ＬｉｇｈｔＧＢＭ 模型在本质上是基于决策树

的加性模型，导致很难将最新样本信息引入其中。
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图５　轻微不平衡采样的模型在（ａ）２０１９年小时划分的交叉验证和（ｂ）２０２０年测试集的ＡＵＣ与ＡＵＰＲ

Ｆｉｇ．５　ＡＵＣａｎｄＡＵＰＲｏｆｃｏｒｒｅｃｔｉｏｎｍｏｄｅｌｓｗｉｔｈｓｌｉｇｈｔｌｙｉｍｂａｌａｎｃｅｄｓａｍｐｌｉｎｇ

ｉｎ（ａ）２０１９ｈｏｕｒｌｙｃｒｏｓｓｖａｌｉｄａｔｉｏｎａｎｄ（ｂ）２０２０ｔｅｓｔｓｅｔ

因此，选择逻辑回归（ｌｏｇｉｓｔｉｃｒｅｇｒｅｓｓｉｏｎ，ＬＲ）算法

作为次级模型以达到对初级静态模型“再订正”的目

的。ＬＲ是一种相对简单的分类算法，在具备非线

性拟合能力的同时又可以避免在小样本的情况下发

生严重的过拟合。此外，仅把ＬｉｇｈｔＧＢＭ 模型的输

出概率作为次级模型的输入特征，会存在变量过少、

信息过于单调的问题。深度神经网络（ｄｅｅｐｎｅｕｒａｌ

ｎｅｔ，ＤＮＮ）模型作为目前受到广泛应用的机器学习

模型，可以提供不同的统计视角来作为信息补充（陈

锦鹏等，２０２１）。

具体的异质模型动态融合方案为：分别用２０１９

年训练集提前训练好 ＬｉｇｈｔＧＢＭ 模型和 ＤＮＮ 模

型，其中ＬｉｇｈｔＧＢＭ 模型超参数与３．３节中一致，

ＤＮＮ模型则采用３层全连接层结构来匹配点特征

的输入，网络层的连接顺序为输入层、６４个神经元

的全连接层、３２个神经元的全连接层、１６个神经元

的全连接层、失活比例为０．１的随机失活层（用来减

轻模型过拟合）以及实现概率归一化的Ｓｏｆｔｍａｘ函

数输出层。在对２０２０年测试集的预测过程中，发现

由于过拟合问题的存在，训练代数越多反而会削弱

泛化能力，故分别取第５０代ＬｉｇｈｔＧＢＭ 模型和第

１０代ＤＮＮ模型进行预测。另外在进行动态融合

前，需要先判断过去５ｄ的最新数据中正样本数量

是否充足，当正样本数≥１０时采用ＬＲ进行融合建

模，正样本数＜１０时只对输出概率求平均。具体的

流程示意图如图６所示。

　　对比试验中包含了数值模式、ＬｉｇｈｔＧＢＭ 模型、

ＤＮＮ模型与ＬＲ融合模型共四种预测。在命中率

方面（图７ａ），模式预报表现较稳定，区间大致为

４２％～９０％；ＬｉｇｈｔＧＢＭ模型和ＤＮＮ模型均有随阈

图６　异质模型动态融合流程示意图

Ｆｉｇ．６　Ｆｌｏｗｃｈａｒｔｏｆｄｙｎａｍｉｃｆｕｓｉｏｎ

ｓｃｈｅｍｅｏｆｔｈｅｈｅｔｅｒｏｇｅｎｅｏｕｓｍｏｄｅｌｓ

值升高而快速下降的特点，实际应用中阈值设定不

宜过高；ＬＲ融合模型的下降速率则表现出“先高后

低”趋势，分类阈值＜０．４时命中率维持在９０％以

上，在０．４～０．６时则为快速下滑阶段，之后与单模

型趋于一致。在空报率方面（图７ｂ），三种订正模型

均低于模式预报，其中ＬｉｇｈｔＧＢＭ 模型和ＬＲ融合

模型在高阈值情况下会出现反弹。ＴＳ评分来看

（图７ｃ），ＬＲ融合模型在 ＬｉｇｈｔＧＢＭ 模型和 ＤＮＮ

模型的基础上能够小幅提升，分类阈值达０．７８时可

得最高ＴＳ评分为０．５６８％。三种订正模型的ＦＰＲ

在分类阈值≥０．５时均优于模式预报，其中ＬＲ融

合模型的ＦＰＲ变化趋势与命中率相似。

　　在逐小时强降水预报检验中，命中率尤为重要，

为此需要分析在较高命中率的情况下各类方案的表

现。通过调节分类阈值将四种预测的命中率控制在
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图７　不同模型预报检验指标随分类阈值的变化

Ｆｉｇ．７　Ｃｈａｎｇｅｓｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｆｏｒｅｃａｓｔｓｋｉｌｌｓｗｉｔｈｃｌａｓｓｉｆｉｃａｔｉｏｎｔｈｒｅｓｈｏｌｄｓ

实际业务能够接受的５０％左右，便于对比其他指

标。如表３所示，此时三种订正模型对于模式的空

报情况均有所改善，从而在不同程度上提高了 ＴＳ

评分。在空报数方面，ＬｉｇｈｔＧＢＭ 模型减少了约

４９．７万个样本，而ＬＲ融合模型在命中率提高了

１．６６５％ 的前提下减少了约５２．４万个样本。在极

端不平衡数据中空报数对ＴＳ评分影响极大，由于

ＬＲ融合模型能够有效降低空报数，故ＴＳ评分为最

优，对比模式预报提高了将近３倍，同时分类阈值也

比较合理。

表３　不同模型在命中率约为５０％时的对比

犜犪犫犾犲３　犆狅犿狆犪狉犻狊狅狀狅犳犱犻犳犳犲狉犲狀狋犿狅犱犲犾狊犪狋犪狆狆狉狅狓犻犿犪狋犲犾狔５０％犘犗犇

不同模型 命中率／％ 空报率／％ 空报数／个 ＴＳ评分／％ 分类阈值

数值预报

（ＣＭＡＧＤ）

５０．３６９ ９９．８７６ ８２７５３２ ０．１２４ ０．７６

４９．７７９ ９９．８７７ ８２１４１９ ０．１２３ ０．７７

ＬｉｇｈｔＧＢＭ模型
５０．５５３ ９９．７００ ３４１５８５ ０．２９９ ０．１４

４８．１３３ ９９．６８９ ３１３８００ ０．３１０ ０．１５

ＤＮＮ模型
５０．８３５ ９９．７５１ ４１６９８６ ０．２４９ ０．０４

４７．８１３ ９９．７４３ ３８０５５２ ０．２５６ ０．０５

ＬＲ融合模型
５３．６６１ ９９．６６５ ３２４９２０ ０．３３４ ０．５１

４８．３５４ ９９．６４４ ２７５１５０ ０．３６８ ０．５２

４　结　论

本文在逐时降水观测资料与数值模式预报产品

的基础上开展短时强降水预报订正试验，应用

ＬｉｇｈｔＧＢＭ集成学习算法框架与多项模型优化技术

进行建模和训练，通过对比不同建模方案在验证集

和测试集上的表现，得到如下结论。

（１）ＣＭＡＧＤ模式在短时强降水预报方面具有

较低ＡＵＣ和较高ＡＵＰＲ的特点，从传统指标来看

命中率和空报率均较高，各类建模方案的订正模型

对此具有不同程度的改善作用。其中Ｂａｇｇｉｎｇ处理

能够增强模型预测稳定性，而基于轻微不平衡子训

练集的模型在验证集上表现最佳，主要优势在于显

著降低了预测空报率而取得更高的综合评分，在验

证集中最佳ＴＳ评分可达１７．５％。

（２）ＬｉｇｈｔＧＢＭ模型具有良好的可解释性，通过

合理的特征处理可以进一步增强变量间的映射关

系，对分类信息增益贡献最大的特征变量为 Ｋ指

数，其次是５００ｈＰａ露点温度和自定义添加的时间
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参数特征。

（３）从随机交叉验证、根据小时划分的随机交叉

验证、业务模拟测试等三类时间相关性依次减弱的

试验来看，随机交叉验证的指标评分最高，而业务模

拟测试为最低，验证了ＬｉｇｈｔＧＢＭ 模型在短时强降

水分类数据集上的有效性主要来自相同或相邻时刻

的样本信息。

（４）在业务模拟测试中ＬｉｇｈｔＧＢＭ 模型略优于

３层全连接层架构的ＤＮＮ模型。针对实际预报业

务中客观存在的时间敏感性及数据漂移等问题，基

于逻辑回归的异质模型动态融合方案能够实时学习

来自不同统计视角的最新样本信息而改善静态同质

模型的表现，融合模型在命中率、空报率和ＴＳ评分

等指标上均有小幅提升，在命中率接近５０％时削减

空报样本超过５２万个。
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ＤａｖｉｓＪ，ＧｏａｄｒｉｃｈＭ，２００６．ＴｈｅｒｅｌａｔｉｏｎｓｈｉｐｂｅｔｗｅｅｎＰｒｅｃｉｓｉｏｎＲｅｃａｌｌ

ａｎｄＲＯＣｃｕｒｖｅｓ［Ｃ］∥ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒ

ｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｐｅｎｎｓｙｌｖａｎｉａ：ＡＣＭ：２３３２４０．

ＫｅＧＬ，ＭｅｎｇＱ，ＦｉｎｅｌｙＴ，ｅｔａｌ，２０１７．ＬｉｇｈｔＧＢＭ：ａｈｉｇｈｌｙｅｆｆｉｃｉｅｎｔ

ｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇｄｅｃｉｓｉｏｎｔｒｅｅ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ３１ｓｔＩｎ

ｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓ

ｔｅｍｓ（ＮＩＰＳ２０１７）．ＬｏｎｇＢｅａｃｈ：ＡＣＭ：３１４９３１５７．

（本文责编：戴洋　王婷波）
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