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提　要：深度学习目前在临近预报的雷达外推应用中发展迅速，对其适用性的客观评估是业务应用的重要前提。利用粤港

澳大湾区雷达回波开放数据集，基于回波图像形态、命中率、虚警率以及技巧评分，对比评估了卷积门控循环单元神经网络

（ＣｏｎｖＧＲＵ）与基于半拉格朗日平流方案的快速稠密光流法（ＯＦ）在未来１２０ｍｉｎ雷达回波外推中的效果，结果表明ＣｏｎｖＧＲＵ

与ＯＦ虽外推效果良好，但均不适用于外推回波的生成、加强以及局地分散性特征，且外推效果显著受到天气过程种类的影

响。其中，ＣｏｎｖＧＲＵ可能更适用于外推分布范围适中且运动简单的回波的主体位置，但回波的强度不稳定且形态模糊，其无

法表征回波的精细化运动规律与演化特征；ＯＦ更适用于外推５０ｄＢｚ以上的强回波，且回波结构更优，但在回波缺测区与强度

少变区内的外推易存在很大的分布偏差。深度学习的数据集样本数是决定模型效果的最重要原因之一，但样本数实际未能

全面覆盖各类天气过程，总体仍偏少，预报业务需进一步扩增。
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引　言

临近预报通常是指对某一区域未来短时间内的

降雨量或强对流天气进行预测，在气象灾害防御中

具有极为重要的地位。强对流天气的临近预报对于

预报预警的准确率、空间分辨率以及时效性均具有

极高要求。然而，现有的科学认知与技术水平仍然

难以捕捉到强对流天气的复杂演变规律，对其准确

的预报、预警仍是气象业务领域的难点与研究热点

（陈明轩等，２００４；俞小鼎等，２０１２；Ｓｕｎｅｔａｌ，２０１４）。

雷达回波外推技术是业务临近预报的主要方法

（陈明轩等，２００４；胡胜等，２０１２；朱平等，２００８；俞小

鼎等，２０１２；王秀明等，２０１２），其通过天气雷达探测

到的回波数据来确定回波体的移动速度和方向。回

波外推技术主要有四种，分别为单体质心法（Ｌａｉ，

１９９８；陈明轩等，２００６）、交叉相关法（陈明轩等，

２００７；赵放等，２００８；Ｈａｎｅｔａｌ，２００９）、光流法（韩雷

等，２００８；吴剑坤和陈明轩，２０１８）以及深度学习法

（Ｓｈｉｅｔａｌ，２０１５；Ｗａｎｇｅｔａｌ，２０１７；郭瀚阳等，２０１９；

Ｒａｖｕｒｉｅｔａｌ，２０２１）。单体质心法将目标简化为一

点，适合跟踪预测大而强的回波目标，而当回波体发

生融合分裂时，预报准确率迅速降低。交叉相关法

是计算两个临近时刻的空间优化相关系数，然后为

所有雷达回波建立拟合关系，其可有效跟踪平缓层

状云降水系统，但针对回波变化快的强对流过程追

踪准确度较低。光流法根据图像像素强度守恒原

理，即假定雷达回波在短时间内不会发生变化，建立

光流约束方程（ＨｏｒｎａｎｄＳｃｈｕｎｃｋ，１９８１；Ｋｒｏｅｇｅｒ

ｅｔａｌ，２０１６），计算运动参数，最后结合相邻时间的雷

达回波图像之间的水平和垂直位移量，计算图像内

像素点的运动矢量（光流）来对回波进行外推，但无

法预测回波的生消及其强度变化。深度学习是目前

的新兴方法，其基于雷达回波的海量数据集，通过神

经网络提取并学习回波演变的时空规律特征，进而

对回波进行外推，在一定程度上可预测回波的生消

及其强度变化。周康辉等（２０２１）系统性总结了机器

学习在强对流监测预报中的应用进展，指出了深度

学习在雷达外推等领域的优势，及其所面临的诸多

缺陷与可能的优化改进方案。对于深度学习雷达外

推算法而言，其所需的雷达回波数据质量要求较高

（李艳芳，２０１１；Ｓｏｎｇｅｔａｌ，２０２０），否则极容易干扰

深度学习算法的训练，进而导致外推结果的不准确；

其次，深度学习对于技术与设备的要求较高；此外，

受制于雷达回波强度样本的极端不平衡分布以及模

型本身的缺陷，深度学习所外推的回波普遍存在强

度偏低、形态模糊以及逐帧衰减等现象（Ｔｒａｎａｎｄ

Ｓｏｎｇ，２０１９；Ｓｏｎｇｅｔａｌ，２０２０）。

迄今为止，深度学习已在气象临近预报领域获

得了迅速发展（周康辉等，２０２１；顾建峰等，２０２０）。

与此同时，传统方法也在不断改进。光流法与深度

学习均是补充气象临近预报业务中传统外推技术的

有效方法，但过去的研究多集中于不同深度学习算

法之间（Ｓｈｉｅｔａｌ，２０１５；２０１７；ＴｒａｎａｎｄＳｏｎｇ，２０１９）

以及它们同交叉相关算法之间（郭瀚阳等，２０１９；韩

丰等，２０１９）在业务应用中的对比，而针对光流法与

深度学习在临近预报领域中适用性的对比评估（Ｓｈｉ

ｅｔａｌ，２０１５）至今尚不多见。为此，利用粤港澳大湾

区雷达回波开放数据集，基于回波图像形态、命中率

（ＰＯＤ）、虚警率（ＦＡＲ）以及技巧评分（ＴＳ），对比评

估了卷积门控循环单元神经网络（ＣｏｎｖＧＲＵ）与基

于半拉格朗日平流方案的快速稠密光流法（ＯＦ）在

未来１２０ｍｉｎ雷达回波外推中的效果，据此探讨了

深度学习与光流法在雷达外推领域中所面临的主要

问题，以期为未来气象临近预报业务的选择提供科

学参考。
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１　资料与方法

１．１　资料介绍

粤港澳大湾区标准雷达数据集１（ｓｔａｎｄａｒｄｉｚｅｄ

ｒａｄａｒｄａｔａｓｅｔ２０２０，ＳＲＡＤ２０２０）是由深圳市气象局

在２０２０年通过数据质量控制、雷达数据脱敏等处理

和开发后对外开放的雷达回波数据集（脱敏后不具

有时间段与地理位置信息），其以灰度图ＰＮＧ格式

进行存储，旨在促进基于该数据集的研究和相关数

据处理方法的发展。ＳＲＡＤ２０２０的垂直层次为１

层，海平面高度为２．５ｋｍ，水平分辨率为０．０１°（约

１ｋｍ）、网格数量为２５６×２５６（即约２５５ｋｍ×２５５

ｋｍ的区域），每个雷达数据个案样本覆盖时长为

２４０ｍｉｎ，时间间隔为６ｍｉｎ，共４１个时次。

经剔除无回波区比例大于９０％、过程中出现雷

达回波缺测的天气过程后，共保留样本数１６５５０个。

其中ＣｏｎｖＧＲＵ的训练集为９４８２个，验证集与测试

集则分别为３０００个和４０６８个。

１．２　基于卷积门控循环单元神经网络与光流法的

雷达外推算法

１．２．１　卷积门控循环单元神经网络

Ｓｈｉｅｔａｌ（２０１５；２０１７）通过结合长短期记忆神经

网络（ＲＮＮ）和卷积神经网络（ＣＮＮ），首次提出了

ＣｏｎｖＬＳＴＭ来学习图像之间的时间与空间演变特

征；在此基础上，对其进行了改进，提出了Ｅｎｃｏｄｅｒ

Ｆｏｒｅｃａｓｔｅｒ结构（ＥＦ）的卷积门控循环单元神经网络

（ｃｏｎｖｏｌｕｔｉｏｎａｌｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔｎｅｕｒａｌｎｅｔ

ｗｏｒｋ，ＣｏｎｖＧＲＵ）以及轨迹门控循环单元神经网络

（ＴｒａｊＧＲＵ），并将其运用于气象雷达回波外推，两

者较ＣｏｎｖＬＳＴＭ分别有效提升了模型的训练速度

及对旋转回波的外推能力。相较于ＣｏｎｖＬＳＴＭ 而

言，ＣｏｎｖＧＲＵ的计算速度更快，性能更稳定，甚至

具备更优的预测性能（ＴｒａｎａｎｄＳｏｎｇ，２０１９；郭瀚阳

等，２０１９）。为此，在ＣｏｎｖＧＲＵ的基础上，对传统的

ＥｎｃｏｄｅｒＦｏｒｅｃａｓｔｅｒ进行了改进（图１和图２），即采

用了“ＴｅａｃｈｅｒＦｏｒｃｉｎｇ”方法。

首先，训练和测试阶段的ＣｏｎｖＧＲＵ结构分别

如图１和图２所示。在图１和图２中，Ｅｎｃｏｄｅｒ用

于提取５个连续时刻实况雷达回波狓１～５的时空演变

特征；基于“ＴｅａｃｈｅｒＦｏｒｃｉｎｇ”机制（Ｚｈａｎｇｅｔａｌ，

２０１８），对传统方法中Ｆｏｒｅｃａｓｔｅｒ的初始输入均为０

进行改进，即在训练阶段中（图１），将最后时刻输入

的实况雷达回波狓５ 作为Ｆｏｒｅｃａｓｔｅｒ的初始输入，而

后每一个时刻的输入均为该时刻对应的实况雷达回

波狓６～２４，以期减小模型的训练难度。在测试阶段的

Ｆｏｒｅｃａｓｔｅｒ中（图２），每一个时刻的输入则为上一时

刻的预测结果，据此预测未来２０个逐时刻的雷达回

波狓’６～２５，即外推时间长度为１２０ｍｉｎ。相较于未采

用“ＴｅａｃｈｅｒＦｏｒｃｉｎｇ”，改进后明显地提高了模型在

早期的训练速度，在相同迭代步数下，训练效果要优

于未采用。

在Ｅｎｃｏｄｅｒ中，参考Ｓｈｉｅｔａｌ（２０１５；２０１７）的方

案，ＤｏｗｎＳａｍｐｌｅ为下采样层，其采用三次样条插值

法将原始雷达回波拼图数据的分辨率（２５６×２５６）降

低至６４×６４，以降低算法对计算机性能的要求，有

利于算法捕捉移动速度更快的回波信息；ＣｏｎｖＧＲＵ

用于学习雷达回波的时空演变特征；ＬａｙｅｒＮｏｒｍ（Ｂａ

ｅｔａｌ，２０１６）为适用于时空序列深度学习算法训练的

层间标准化，其可使得算法在前向传播时令Ｃｏｎｖ

ＧＲＵ的输入数据分布保持均匀，并使得反向传播时

梯度更加稳定；ＬａｙｅｒＮｏｒｍ 的下一层均采用了

ＬｅａｋｙＲｅｌｕ激活函数（Ｚｈａｎｇｅｔａｌ，２０１８），相较于传

统的Ｒｅｌｕ激活函数，ＬｅａｋｙＲｅｌｕ解决了神经元“死

亡”问题；在Ｆｏｒｅｃａｓｔｅｒ中，Ｃｏｎｖ３Ｄ为３Ｄ卷积层，

用于输出低分辨率（６４×６４）的雷达回波预测结果。

ＵｐＳａｍｐｌｅ为上采样层，其采用三次样条插值法将

低分辨率（６４×６４）雷达回波预测结果的分辨率提高

至２５６×２５６，此即为最终的输出结果。

在基于雷达回波数据集训练ＣｏｎｖＧＲＵ之前，

首先对雷达回波开放数据集进行归一化预处理，将

其映射到［０，１］。训练采用Ａｄａｍ优化算法，初始学

习率为０．００１，并以均方误差（ＭＳＥ）作为损失函数，

共迭代１０００次。学习率在迭代训练过程中采用了

余弦退火的衰减策略，即学习率以余弦函数形式周

期性变化，其最大值为０．００１，最小值为１×１０－５，周

期为１００次迭代，该策略有助于避免算法在训练时

陷入局部最小值，并且在训练过程中不断保存最优

模型。此外，为了防止过拟合，算法采用了Ｌ１与Ｌ２

的正则化方案。

１粤港澳大湾区标准雷达数据集ＳＲＡＤ２０２０数据介绍与下载链接：ｈｔｔｐｓ：∥ｍａｃｏｍｐｅｔｉｔｉｏｎｓｂｊ４．ｏｂｓ．ｃｎｎｏｒｔｈ４．ｍｙｈｕａｗｅｉｃｌｏｕｄ．ｃｏｍ／ＳＯＤＩＣ／

ｗｅａｔｈｅｒ／ｄａｔａｓｅＴＳ＿ｗｅａｔｈｅｒ．ｚｉｐ
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图１　ＣｏｎｖＧＲＵ在训练阶段时的传输结构

Ｆｉｇ．１　ＴｈｅｔｒａｎｓｍｉｓｓｉｏｎｓｔｒｕｃｔｕｒｅｏｆＣｏｎｖＧＲＵｉｎｔｒａｉｎｉｎｇｐｈａｓｅ

图２　ＣｏｎｖＧＲＵ在测试阶段时的传输结构

Ｆｉｇ．２　ＴｈｅｔｒａｎｓｍｉｓｓｉｏｎｓｔｒｕｃｔｕｒｅｏｆＣｏｎｖＧＲＵｉｎｔｅｓｔｉｎｇｐｈａｓｅ
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１．２．２　光流法

光流法（ｏｐｔｉｃａｌｆｌｏｗ，ＯＦ）假设回波运动在短时

间内满足拉格朗日守恒方程，并引入其他的约束方

程来求解光流场。假设在狋时刻（狓，狔）处雷达反射

率因子值为狕（狓，狔，狋），经过ｄ狋时刻，该点的反射率

因子值变为狕（狓＋ｄ狓，狔＋ｄ狔，狋＋ｄ狋），当ｄ狋趋向于０

时，认为狕 值近似不变。ＯＦ采用 Ｋｒｏｅｇｅｒｅｔａｌ

（２０１６）的快速稠密光流算法来反演回波图像中每个

像素点的光流矢量，该算法同时也采用了金字塔分

层技术（Ａｄｅｌｓｏｎｅｔａｌ，１９８４）来有效捕捉运动较大

的雷达回波。此外，为了解决线性外推不考虑旋转

的缺点，采用了半拉格朗日外推平流方案（Ｇｅｒｍａｎｎ

ａｎｄＺａｗａｄｚｋｉ，２００２）对雷达回波进行外推。半拉格

朗日平流方案［式（１）］具有良好的稳定性和精度，目

前已广泛应用到数值预报模式和气候模式中。

犉
　　

〈

（狋０＋τ，狓）＝犉（狋０，狓－犪） （１）

式中：犉
　　

〈

为预报的雷达回波场，犉为观测的雷达回

波场，狋０ 为初始时刻，τ为预报时效，犪为预报时效内

的位移矢量。半拉格朗日平流方案将预报时效τ分

为犖 步进行外推，时间步长为Δ狋，文中采用后向外

推方法，每一步的位移量犪可由下式迭代得到：

犪狀＋１ ＝Δ狋狌（狋０，狓－犪
狀／２） （２）

式中：狌（狋０，狓－犪
狀／２）为回波在格点狓－犪／２处的速

度。设犪初值为０，预报时效内总位移为犖 步位移

量之和，时间步长Δ狋设为６ｍｉｎ，狀为迭代次数。

基于上述步骤构建的 ＯＦ，以狓４～５这两个时刻

的雷达回波图像作为输入，以外推未来１２０ｍｉｎ的

２０个时刻雷达回波狓’６～２５。

２　外推结果评价标准

参照郭瀚阳等（２０１９）的研究，采用ＰＯＤ、ＦＡＲ

和ＴＳ评分来评估ＣｏｎｖＧＲＵ 和 ＯＦ的外推效果。

其计算方法流程为：首先定义一组回波阈值，把最终

的预测结果分解成多个二分类问题（大于阈值的点

设为正例，反之设为负例），然后根据二分类混淆矩

阵计算评分（表１）。假设检验的雷达回波阈值为

犓，犜犘表示观测不小于犓 且预测也不小于犓 的次

数，犉犖 表示观测不小于犓 而预测小于犓 的次数，

犉犘表示观测小于犓 而预测不小于犓 的次数，犜犖

表示观测小于犓 且预测小于犓 的次数。本试验使

用的阈值分别为２０、３０、４０、５０ｄＢｚ。评分标准计算

式为：

犜犛＝
犜犘

犜犘＋犉犖＋犉犘
（３）

犘犗犇 ＝
犜犘

犜犘＋犉犖
（４）

犉犃犚 ＝
犉犘

犜犘＋犉犘
（５）

表１　二分类问题下的混淆矩阵

犜犪犫犾犲１　犜犺犲狅犫犳狌狊犮犪狋犻狅狀犿犪狋狉犻狓狌狀犱犲狉

狋犺犲犫犻狀犪狉狔犮犾犪狊狊犻犳犻犮犪狋犻狅狀狆狉狅犫犾犲犿

类型 观测为正类 观测为负类

观测为正类 犜犘 犉犖

观测为负类 犉犘 犜犖

３　两种雷达外推算法的适用性分析

总结所有测试集雷达回波图像的外推结果发

现：①ＣｏｎｖＧＲＵ能较好地外推分布范围适中且运

动简单的回波的主体位置，例如线性移动的飑线等。

而由于ＯＦ无法反演出前后帧雷达回波缺测区或者

回波少变区的光流场，也就无法对该区域内的回波

进行有效外推，据此外推后期存在较大位置偏差。

②ＯＦ适用于区域内分布范围很大或局地分散性回

波，例如台风过程或局地分散性强对流等，且回波结

构更优。对于前述两种回波类型，ＣｏｎｖＧＲＵ 外推

的回波强度存在明显的不稳定性，对于前者，Ｃｏｎｖ

ＧＲＵ容易偏大，对于后者则易衰减与消亡。③两种

外推算法均无法应对回波的生成与加强，ＣｏｎｖＧＲＵ

外推的回波结构随外推时间的增大而逐渐模糊。上

述ＣｏｎｖＧＲＵ的外推表现与ＴｒａｎａｎｄＳｏｎｇ（２０１９）

针对多种深度学习雷达外推算法的对比研究基本一

致。

在上述总结的基础上，分别绘制了２０、３０、４０、

５０ｄＢｚ阈值处测试集所有样本ＴＳ、ＰＯＤ、ＦＡＲ随外

推时间的变化图。从图３可见，在２０ｄＢｚ（图３ａ）阈

值处，ＣｏｎｖＧＲＵ仅于前３６ｍｉｎ略优于ＯＦ，３６ｍｉｎ

后ＴＳ、ＰＯＤ显著偏低。在３０ｄＢｚ（图３ｂ）阈值处，

ＣｏｎｖＧＲＵ则于所有时段上均略优于ＯＦ。而到了

４０ｄＢｚ、５０ｄＢｚ阈值处，ＯＦ则总体要优于ＣｏｎｖＧＲＵ。

其中，４０ｄＢｚ阈值处ＣｏｎｖＧＲＵ仅于前３０ｍｉｎ优于

ＯＦ，ＰＯＤ表现为先下降后增大，表明ＣｏｎｖＧＲＵ针

对回波的演化具有一定的外推能力。５０ｄＢｚ阈值

处，ＣｏｎｖＧＲＵ则明显不及ＯＦ，３０ｍｉｎ后其ＴＳ、ＰＯＤ

５６３１　第１１期　　　　　　　　张智察等：卷积门控循环单元神经网络与光流法在临近预报中的适用性研究　　 　　　　　　



图３　所有测试样本下ＣｏｎｖＧＲＵ与ＯＦ的外推评分随时间的变化

（ａ）２０ｄＢｚ，（ｂ）３０ｄＢｚ，（ｃ）４０ｄＢｚ，（ｄ）５０ｄＢｚ

Ｆｉｇ．３　ＶａｒａｔｉｏｎｏｆｅｘｔｒａｐｏｌａｔｉｏｎｓｃｏｒｅｓｏｆＣｏｎｖＧＲＵａｎｄＯＦｗｉｔｈｔｉｍｅｆｏｒａｌｌｔｅｓｔｅｄｓａｍｐｌｅｓ

（ａ）２０ｄＢｚ，（ｂ）３０ｄＢｚ，（ｃ）４０ｄＢｚ，（ｄ）５０ｄＢｚ

几乎为０。

　　由于相同类型个例的表现效果较为一致，因此，

分别针对性地选取了飑线、台风、分散性强对流个例

来进一步评估两种雷达外推算法的适用性。另外，

由于所采用的开放数据集缺少地理位置信息，因此

在回波图像的横、纵坐标轴处，以等３２格点间距标

注了相应的数字，据此将图像等分成８×８的虚线网

格，以助于不同图像之间的对比评估。

３．１　飑线回波的外推

飑线是一种由多个雷暴单体侧向排列构成的、

突发性强、空间尺度小、破坏性强的中小尺度强对流

天气，容易造成巨大的人员伤亡和财产损失，故提升

针对飑线的监测预报能力具有重要现实意义。为

此，首先分别对比了ＣｏｎｖＧＲＵ与 ＯＦ外推飑线过

程的回波结构（图４）与客观评分（图５）随时间的变

化特征。

首先从图４明显可见，ＣｏｎｖＧＲＵ 外推的主回

波位置要更准确。另外，随着外推时间的增大，

ＣｏｎｖＧＲＵ的外推回波逐渐模糊，零散回波明显消

亡，主回波的外推强度先减弱后增强。进一步结合

图５可见，在２０ｄＢｚ（图５ａ）、３０ｄＢｚ（图５ｂ）阈值处，

ＣｏｎｖＧＲＵ与ＯＦ均取得了较好的外推效果，其中

ＣｏｎｖＧＲＵ要显著优于ＯＦ。而在４０ｄＢｚ及其以上

阈值处，两者的外推效果存在显著差异。在４０ｄＢｚ

阈值处，ＣｏｎｖＧＲＵ在外推的初期和末期要略优于

ＯＦ，其ＴＳ、ＰＯＤ表现为先减小后增加的趋势，表明

ＣｏｎｖＧＲＵ针对回波的生消演化可能具有一定的外

推能力。而在５０ｄＢｚ阈值处，ＣｏｎｖＧＲＵ则明显不

及ＯＦ，基本失去了针对强回波的外推能力。

此次飑线过程４０ｄＢｚ以上回波的强度、移速均

较为稳定，因此基于光流不变假设的 ＯＦ具有更好

的适用性，但受制于无回波区光流场的缺失，ＯＦ于

后期所外推的强回波分布位置存在明显偏差，而

ＣｏｎｖＧＲＵ对此类分布范围适中且运动简单的回波

的主体位置具有较好的外推能力。
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图４　ＣｏｎｖＧＲＵ与ＯＦ针对飑线过程的外推回波结构

Ｆｉｇ．４　ＥｘｔｒａｐｏｌａｔｅｄｅｃｈｏｓｔｒｕｃｔｕｒｅｏｆＣｏｎｖＧＲＵａｎｄＯＦｆｏｒｓｑｕａｌｌｌｉｎｅｐｒｏｃｅｓｓ

图５　同图３，但为飑线过程

Ｆｉｇ．５　ＳａｍｅａｓＦｉｇ．３，ｂｕｔｆｏｒｓｑｕａｌｌｌｉｎｅｐｒｏｃｅｓｓ
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３．２　台风回波的外推

台风是沿海地区频发的重大气象灾害，但目前

针对台风暴雨的临近预报，尤其是台风登陆区的暴

雨强度及分布的预报仍很困难，故提升针对台风的

临近预报意义重大。为此，分别对比了ＣｏｎｖＧＲＵ

与ＯＦ外推台风过程的回波结构（图６）与客观评分

（图７）随时间的变化特征。

从图６可见，随着外推时间的增大，ＣｏｎｖＧＲＵ

外推的台风回波结构模糊现象较为严重，其外推的

台风回波强度总体偏强，而ＯＦ在结构与强度上则

表现更准确。从图７可见，在２０、３０、４０ｄＢｚ阈值

处，ＯＦ的外推效果总体要优于ＣｏｎｖＧＲＵ，前者表

现更为稳定，后者的ＦＡＲ则要明显偏大。

首先，台风过程的对流活动强盛，这很可能是

５０ｄＢｚ及其以上阈值处，两种方法均无法做出有效

外推的主要原因。其次，基于加权计算的卷积核，

ＭＳＥ损失函数及易丢失细节信息的ＤｏｗｎＳａｍｐｌｅ

使得ＣｏｎｖＧＲＵ无法表征出回波的精细化特征，致

使ＣｏｎｖＧＲＵ在台风旋转运动与结构的表征上要明

显不及ＯＦ。

３．３　分散性强对流回波的外推

分散性强对流天气具有极强的局地性与突发

性，对其的准确预报一直以来是困扰临近预报领域

的难点。为此，分别对比了ＣｏｎｖＧＲＵ与 ＯＦ外推

分散性强对流天气的回波结构（图８）与客观评分

（图９）随时间的变化特征。

与外推飑线和台风过程回波所明显不同的是，

随着外推时间的增大，ＣｏｎｖＧＲＵ外推分散性强对

流回波的形态则明显趋于消亡（图８），强度显著偏

弱，位置分布存在极大偏差。由于无回波区无法通

过光流反演算法来反演得到光流场，致使 ＯＦ无法

外推该区域内的回波，在外推的后期势必会存在明

显的位置偏差。

从４１个时次的回波观测数据来看（图略），该个

例的回波特性在图像形态上与飑线、台风存在较显

著区别，即回波非常分散稀疏，强度变化则具有更大

的不确定性，虽然ＯＦ外推评分全面优于ＣｏｎｖＧＲＵ，

但两者明显均不适用于外推局地分散性强对流。

图６　同图４，但为台风过程

Ｆｉｇ．６　ＳａｍｅａｓＦｉｇ．４，ｂｕｔｆｏｒｔｙｐｈｏｏｎｐｒｏｃｅｓｓ
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图７　同图３，但为台风过程

Ｆｉｇ．７　ＳａｍｅａｓＦｉｇ．３，ｂｕｔｆｏｒｔｙｐｈｏｏｎｐｒｏｃｅｓｓ

图８　同图４，但为分散性强对流个例
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图９　同图３，但为分散性强对流过程

Ｆｉｇ．９　ＳａｍｅａｓＦｉｇ．３，ｂｕｔｆｏｒｄｉｓｐｅｒｓｅｄｓｅｖｅｒｅｃｏｎｖｅｃｔｉｏｎ

　　综合来看，基于深圳市气象局雷达回波开放数

据集的表现特征与相关的实际业务研究结论（郭瀚

阳等，２０１９；韩丰等，２０１９）基本相近。

４　结论与讨论

利用粤港澳大湾区雷达回波开放数据集，基于

回波图像形态、命中率（ＰＯＤ）、虚警率（ＦＡＲ）以及

技巧评分（ＴＳ），对比评估了卷积门控循环单元神经

网络（ＣｏｎｖＧＲＵ）与基于半拉格朗日平流方案的快

速稠密光流法（ＯＦ）在未来１２０ｍｉｎ雷达回波外推

中的效果，主要结论如下：

（１）ＣｏｎｖＧＲＵ与ＯＦ虽外推效果良好，但均不

适用于外推回波的生成与加强，且外推效果显著受

到天气过程种类的影响。ＯＦ对５０ｄＢｚ以上强回波

的外推相对更稳定、回波结构更优，但由于在回波的

缺测区及其强度稳定区内均无法有效反演得到光流

场，因此ＯＦ对上述区域内回波位置的外推有很大

偏差。而ＣｏｎｖＧＲＵ则能有效改善上述偏差，总体

更适用于外推分布范围适中且运动简单的回波的主

体位置，但回波的强度不稳定且形态模糊。例如在

针对线性运动的飑线的外推中，ＣｏｎｖＧＲＵ外推的

回波位置与实况较为一致，但形态模糊、强度偏强；

ＯＦ则在回波的缺测区边缘出现了回波合并，无法

在缺测区内作出有效外推，但对５０ｄＢｚ以上强回波

的外推具有更好的指示意义；ＣｏｎｖＧＲＵ无法表征

出复杂的精细化运动特征，因此ＯＦ更适用于外推

台风；局地分散性强对流的回波演化具有很大的不

确定性，两种算法均无法有效外推该类回波。深度

学习的数据集样本数是决定模型效果的最重要原因

之一，但本文样本数实际未能全面覆盖各类天气过

程，总体仍偏少，预报业务则需进一步扩增。

（２）回波强度的样本极端不平衡分布是导致深

度学习方法对强回波无法做出有效外推的主要原

因。如何克服样本不平衡问题是提升深度学习雷达

外推算法的重要因素。不考虑其他气象要素，而仅

学习雷达回波的演化特征应当是一个充满不确定性

的学习过程，在理想条件下，足够复杂的深度学习模

型可以无限逼近某个非线性方程，但在充满混沌特

性的气象领域，深度学习的学习能力似乎仍然有限；

因此，仅基于历史雷达回波数据，令深度学习算法去

学习充满不确定性因素的对流演化问题，数据的局
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限性以及学习问题本身的高难度性很可能是导致至

今深度学习雷达外推算法存在诸多问题的重要原

因，尤其是仍难以准确地预测回波的加强与生成。

另外也不难发现，在目前深度学习已获得广泛应用

的人脸识别、医学图像分割、视频预测等领域，基本

都有一个规律性较强的物理背景，背景中可学习的

确定性信息更多、不确定性则更少。因此，雷达回波

外推领域有必要将多源观测与模式资料同深度学习

算法进行耦合。

（３）现有的光流法仍无法外推出回波强度的演

化特征。因此，仍需借助于气象专家知识，对传统的

外推算法进行改进；对于回波缺测区及其强度稳定

区内的光流场缺失问题，可采用决定回波移动的模

式预报或雷达反演风场来代替缺失的光流场。
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