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提　要：应用２０１７—２０１８年５—９月福建省观测资料对华南区域中尺度模式（ＧＴＲＡＭＳ３ｋｍＲＵＣ）预报进行站点检验，建

立和训练基于卷积神经网络的逐时降水分级订正模型，并与频率匹配法进行２０１７—２０１８年测试集的对比试验和２０１９年数据

集的模拟业务检验，探讨了试验过程中遇到的样本不均衡、特征变量选取以及模型过拟合问题。结果表明：模式对于１５ｍｍ

·ｈ－１以上降水的预报能力弱，各订正方法对原始预报均有不同程度的改进作用。从评估指标来看，基于卷积神经网络的订

正方法比频率匹配法表现出优势，其中相关系数判别方案下的网络模型对强降水预报的订正效果显著优于其他方法；在输入

特征变量选取方面，应用主成分分析方案的模型训练收敛速度比相关系数判别方案更快，最佳训练期有所提前，但也更早进

入严重的过拟合状态，而相关系数判别方案能够使网络模型的训练拥有更长的提升期以达到更具“潜力”的状态；基于卷积神

经网络的订正方法对减少分类降水预报的漏报率、晴雨和弱降水预报的空报率具有显著作用，其优化程度明显超过频率匹配

法。
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引　言

近几年我国气象部门大力开展智能网格预报业

务，要求２４ｈ预报时间分辨率达到１ｈ。在智能网

格预报中，高分辨率模式的主导地位更加突显，模式

性能的提升无疑决定了未来预报业务的主要发展方

向。目前高分辨率模式仍存在诸多局限，主要来自

于初始条件、边界条件、物理过程、同化技术、模式适

用性（漆梁波，２０１５）等方面，因此模式订正技术的发

展亦不可忽视。合理、客观、定量的订正方法是连接

数值模式与精准预报的桥梁，是深入挖掘数值预报

潜力不可或缺的环节，也是未来一段时间高分辨率

模式应用的关键。

目前，基于经典统计学方法的温度预报订正技

术已经优于预报员预报水平（吴启树等，２０１６），在较

长时间的累积降水量预报方面也有所进展，诸如频

率匹配法（李俊等，２０１４；２０１５）、评分最优化订正法

（吴启树等，２０１７）等方法被广泛使用。但是对于精

细到逐小时的降水预报订正方法研究仍然比较匮

乏。归根结底在于气温与降水两种要素存在巨大差

异，与气温演变所表现出的连续性和平稳性不同，降

水事件在时空分布上具有高度的非线性和随机性，

从逐小时的降水事件来看这种随机性更加显著，所

以传统的统计学方法对其订正作用十分有限。近年

来，人工智能逐渐在图像识别、数据挖掘及医疗等诸

多领域中得到了良好的结合与深入的应用，甚至为

部分行业带来前所未有的变革，这对于现阶段预报

技术发展具有重要的启发意义。气象数据是名副其

实的“大数据”，而人工智能的前沿技术———深度学

习（ｄｅｅｐｌｅａｒｎｉｎｇ，ＤＬ）是迄今为止处理大数据的最

有效算法之一。相比其他机器学习算法，ＤＬ的优

势在于学习能力进一步增强，对各类复杂问题的适

应性好，其数据驱动的特性尤其适用于对大数据包

含的丰富信息进行自动挖掘。如何将ＤＬ应用于数

值预报订正将是我们必须思考的问题。

近年来，ＤＬ在气象领域的结合应用案例日益

增多，并展现出了巨大的潜在价值与广阔的应用前

景（许小峰，２０１８）。孙全德等（２０１９）将ＤＬ应用于

数值模式１０ｍ风速预报的订正上，发现随着预报

时效的增加，订正力度越来越大；Ｓｈｉｅｔａｌ（２０１５；

２０１７）将卷积长短期记忆（ｃｏｎｖｏｌｕｔｉｏｎａｌｌｏｎｇｓｈｏｒｔ

ｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）网络模型应用于临近降水预

报，相比于光流法展现出了更优秀的预报能力，在此

基础上又进行了网络结构的改进，在预测效果基本

不变的前提下减少了冗余参数；针对雷达资料这种

典型的时空结构数据，郭瀚阳等（２０１９）发现ＤＬ可

以有效“学习”到雷达数据特征的内在关联，明显提

高了强对流回波临近预报准确率；滕志伟（２０１７）根

据ＬＳＴＭ对雷达回波外推问题的实践，提出了一种

基于ＬＳＴＭ的ＲＥＴＲＮＮ模型，并对ＲＥＴＲＮＮ模

型的结构和超参数进行了优化，该算法在外推时效

较长时效果较好。卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ

ｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）是ＤＬ中一种经典的网络结

构，其具有的局部连接、权值共享及池化操作等特性

有效减少了冗余参数，易于训练，鲁棒性较强（周飞
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燕等，２０１７）。也由于这些优越特性，基于经典卷积

神经网络ＬｅＮｅｔ５的各类“升级版”网络模型在多届

ＩｍａｇｅＮｅｔ大规模视觉识别挑战竞赛 （ｉｍａｇｅｎｅｔ

ｌａｒｇｅｓｃａｌｅｖｉｓｕａｌｒｅｃｏｇｎｉｔｉｏｎｃｈａｌｌｅｎｇｅ）中蝉联冠

军，甚至超越了人类自身的识别水平。

然而，目前ＤＬ在气象领域的应用思路仍然集

中在如何根据实况观测资料推测预报对象未来的演

变过程，ＤＬ与数值预报的融合应用之先例相比甚

少。能否在快速更新同化预报系统对未来几个小时

的环流形势和环境条件预测的基础上进一步通过

ＤＬ“推导”出相应的降水状况，是具有研究价值和实

践意义的问题，亦是本文的研究重点。天气演变过

程本质上仍是物理演变过程，任何尺度上的物理机

制都必须受到物理定律的约束，这方面正是ＤＬ所

不擅长的。ＤＬ仍是一种统计意义上的技术，只不

过它的高度非线性变换能力赋予了它一定程度的

“智能”，但在现阶段仍难以胜任模拟物理动力过程

的任务。合理运用ＤＬ作为数值预报的“辅助”手段

对其进行后处理，意味着把ＤＬ不擅长的物理过程

演变问题转化为ＤＬ比较擅长的模式偏差订正问

题，是两者取长补短的极佳结合点。本文应用历史

观测资料与数值预报产品，建立和训练了基于卷积

神经网络的逐时降水分级订正模型，并与频率匹配

法进行２０１７—２０１８年测试集的对比试验和２０１９年

数据集的模拟业务检验以评估模型订正效果，同时

探讨了试验过程中遇到的样本不均衡、特征变量选

取以及模型过拟合问题，为ＤＬ在气象领域的应用

和数值预报后处理技术的发展提供了新的思路。

１　资　料

１．１　观测资料

本试验主要针对福建省强降水频发的主汛期，

选取２０１７—２０１９年５—９月福建省内自动站逐时雨

量数据作为观测资料。具体空间范围为２３．３２°～

２８．５１°Ｎ、１１５．６８°～１２０．６９°Ｅ，除省界边缘的少数站

点外，涵盖了福建省内约２２００个雨量站。其中，从

逐时、逐站的角度对２０１７—２０１８年观测资料进行采

样以制作 Ｋ折交叉验证的试验数据集，可得到约

１４００万站次的有效样本；同样对２０１９年观测资料

进行采样以制作用于模拟业务检验的数据集，约有

７３６万站次的有效样本。根据业务实践将逐时雨量

分为四个等级，通过观察样本分布情况（表１）可以

发现，逐时雨量数据存在着严重的不均衡特征，中等

以上降水属于极小概率事件，所占比例大约只有

０．３％，这也是在后续模型训练过程中必须处理的问

题。

表１　２０１７—２０１８年不同降水等级样本数量

犜犪犫犾犲１　犛犪犿狆犾犲狊犻狕犲狊狅犳犱犻犳犳犲狉犲狀狋狆狉犲犮犻狆犻狋犪狋犻狅狀

犮犪狋犲犵狅狉犻犲狊犻狀２０１７－２０１８

降水等级 降水强度／ｍｍ·ｈ－１ 样本数／站次 样本比例／％

无降水 ［０，０．１） １２９４３５１９ ８８．５４

弱降水 ［０．１，１５） １６３２１０６ １１．１６

中等降水 ［１５，３０） ３４４５２ ０．２４

强降水 ［３０，∞） ８３３７ ０．０６

１．２　预报资料

采用华南区域中尺度模式系统 （ＧＲＡＰＥＳ

ＴｒｏｐｉｃａｌＲｅｇｉｏｎａｌＭｏｄｅｌｉｎｇＳｙｓｔｅｍ，ＧＴＲＡＭＳ）提

供的预报产品。该模式系统采用具有区域特点的三

维参考大气动力框架及高分辨率地形数据集，辅以

快速更新的雷达资料云分析技术，形成了一套区域

内的逐小时快速更新同化预报系统 ＧＴＲＡＭＳ

３ｋｍＲＵＣ（徐道生等，２０１４），以下简称ＲＵＣ。

选用２０１７—２０１９年５—９月的ＲＵＣ历史预报

产品作为预报资料。ＲＵＣ产品的水平空间分辨率

为０．０３°×０．０３°，垂直方向上分为１２层，预报间隔

为１ｈ。ＲＵＣ预报产品种类丰富，其中包括涡度、散

度、假相当位温、水汽通量散度等１９种物理量产品。

值得一提的是，ＲＵＣ在２０１９年５月进行了一次较

大调整，预报性能有所提升，但预报误差的分布也相

应发生改变，因此应用２０１９年ＲＵＣ预报资料进行

模拟业务检验更能考验各订正方案的稳定性和适应

性。

２　模式降水预报检验

２．１　检验方法

空间上，将ＲＵＣ逐时降水预报的格点场通过

最邻近法插值至观测站点；考虑到实际业务中存在

的计算延迟，预报时效为３ｈ的模式资料具有较大

的实际应用价值，故重点选取预报时效为３ｈ的模

式预报进行分级检验。检验指标包括 ＴＳ评分

（ＴＳ）、ＥＴＳ 评分 （ＥＴＳ）、漏报率 （ＰＯ）、空报率
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（ＦＡＲ）、偏差（Ｂｉａｓ），各指标公式如下：

犜犛＝
犖犃

犖犃＋犖犅＋犖犆
（１）

犈犜犛＝
犖犃－狉

犖犃＋犖犅＋犖犆－狉

狉＝
（犖犃＋犖犅）（犖犃＋犖犆）

犖犃＋犖犅＋犖犆＋犖犇

（２）

犘犗 ＝
犖犅

犖犃＋犖犅
（３）

犉犃犚 ＝
犖犆

犖犃＋犖犆
（４）

犅犻犪狊＝
犖犃＋犖犆
犖犃＋犖犅

（５）

式中：犖犃为对应降水等级预报正确的站数，犖犅为

漏报站数，犖犆为空报站数，犖犇 为其余降水等级预

报正确的站数。

２．２　检验结果

由图１可见，在２０１７—２０１８年５—９月ＲＵＣ对

于站点的逐时降水预报能力随着降水量增大而急剧

减弱。晴雨和弱降水预报的 ＴＳ评分与ＥＴＳ评分

相对较高，而超过１５ｍｍ·ｈ－１时均降至０．０２以

下；对于１５ｍｍ·ｈ－１以上降水预报的漏报率和空

报率均超过０．９。从偏差来看，晴雨预报存在干偏

差，而各降水等级的预报却存在明显的湿偏差，尤其

是１５ｍｍ·ｈ－１以上降水的偏差达到２．２以上。从

站点检验的角度来看，ＲＵＣ对于中等以上降水预报

基本失去参考意义。

　　从图２观察评估指标的月变化规律，发现ＲＵＣ

在各月的预报能力变化幅度较大。晴雨和弱降水的

ＴＳ评分在６月达到最高，９月为最低；而从ＥＴＳ评

分来看，却是在８月表现最优，其余月份的差异相对

较小；中等以上降水的ＴＳ评分和ＥＴＳ评分均是在

７月相对高一些。从图２ｃ和２ｄ对比发现，晴雨预

报的漏报率在所有月均高于空报率，而弱降水则相

反；整体来看，９月的漏报和空报情况最为严重。造

成这种月变化规律的主要原因可能是ＲＵＣ对不同

性质降水过程的预报能力存在明显的差异。

另外也以相同方法分别检验了预报时效为６、９

和１２ｈ的ＲＵＣ降水预报（图略），发现在ＴＳ、ＥＴＳ、

ＰＯ、ＦＡＲ四项指标上的各分类预报相对水平分布

均与预报时效３ｈ一致，差别在于随着预报时效的

延长，这四项指标的绝对水平均呈现不同程度的转

差趋势，如预报时效１２ｈ的晴雨预报ＴＳ和ＥＴＳ分

图１　ＲＵＣ逐时降水预报评估指标概况

Ｆｉｇ．１　ＦｏｒｅｃａｓｔｓｋｉｌｌｓｆｏｒＲＵＣｈｏｕｒｌｙ

ｐｒｅｃｉｐｉｔａｔｉｏｎｆｏｒｅｃａｓｔ

图２　ＴＳ评分（ａ），ＥＴＳ评分（ｂ），漏报率（ｃ）和空报率（ｄ）的月变化

Ｆｉｇ．２　Ｍｏｎｔｈｌｙｄｉｓｔｒｉｂｕｔｉｏｎｓｏｆｆｏｒｅｃａｓｔｓｋｉｌｌｓ

（ａ）ＴＳ，（ｂ）ＥＴＳ，（ｃ）ＰＯ，（ｄ）ＦＡＲ
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别下降至０．１５和０．０８。在１５ｍｍ·ｈ－１以上降水

预报的Ｂｉａｓ则发生了较大变化，原先的显著湿偏差

随着预报时效延长而迅速减小，预报时效１２ｈ的中

等降水和强降水预报 Ｂｉａｓ已分别降至１．３１和

１．１０，甚至略低于同时效的弱降水预报Ｂｉａｓ。

总之，尽管ＲＵＣ预报具有较高的时空分辨率，

但降水预报效果仍然不够理想，尤其是针对１５ｍｍ

·ｈ－１以上量级的降水预报能力较差，需要合理的客

观解释应用方法加以订正。

３　基于卷积神经网络的降水预报订正

方案

３．１　基本原理

卷积神经网络的基本结构一般由输入层、卷积

层、池化层、全连接层及输出层构成。在卷积层中，

卷积核是一个权值矩阵（如对于二维平面而言可为

３×３的矩阵），它以固定顺序逐步滑动作用于原始

输入矩阵，然后生成一个新矩阵，即新矩阵的元素

为：

狊（犻，犼）＝∑
犿
∑
狀

狓（犻＋犿，犼＋狀）狑（犿，狀） （６）

式中：狓为原始矩阵中的元素，狊为新矩阵的元素，狑

为卷积核的权重，犿、狀分别为卷积核的列数、行数。

卷积层通过卷积操作和激活处理（如ＥＬＵ、ＲＥＬＵ

函数）提取特征，底层的卷积层用于提取低级特征，

更高层的卷积层通过组合低级特征而提取出更高级

的特征。为了让模型具备一定的泛化能力，紧跟在

卷积层之后加入池化层，通过取最大值或平均值的

方式来进一步降低分辨率，这种操作可以使卷积神

经网络的识别获得平移不变性。通过多次卷积层和

池化层的计算之后，中间变量进入全连接层，全连接

层可以整合具有类别区分性的高维信息，然后输出

最终的结果。

模式预报的物理量格点场与普通的图像数据具

有许多相似之处：物理量的水平空间分布如同图像

的像素矩阵，物理量的种类与层次则可类比于图像

数据中的“通道”概念。订正模型试图借助卷积神经

网络在识别领域的巨大优势以挖掘物理量场与逐时

雨量等级之间可能存在的映射关系。然而，若将预

报范围内的全部网格数据直接用于模型输入，则对

于同一时刻的不同站点而言，其输入变量均不变，难

以得到有意义的输出结果。为此需要构建属于单个

站点“特有”的输入变量，采样方案为：以站点为中

心，截取固定范围的矩形区域内的格点数据作为输

入变量，即认为“局部”的物理量场与该站点的逐时

雨量之间存在对应关系。这种从站点角度进行建模

的优势在于不仅使自变量与因变量的对应关系变得

更加清晰明朗，而且能够利用的数据量大幅增加，十

分利于提升模型的学习效果。

３．２　方案设计

３．２．１　数据预处理

根据时空对应关系将观测资料与模式预报资料

制作成数据集。空间上，以预测站点为中心截取出

边长约为４５ｋｍ 的矩形网格作为输入变量；时间

上，选取预报时效为３ｈ的预报产品作为对应的预

报资料。

一般而言，图像矩阵在输入模型之前需要进行

标准化或归一化处理，物理量数据包含各种不同量

纲的物理量，所以同样需要类似的预处理。但物理

数据不同于图像像素值存在着明确的上下限，而且

不仅物理数据的空间分布是关键信息，其数值的相

对高低对模型输出亦有至关重要的影响。为了较好

地保留物理量场的空间分布以及数值区间的信息，

采用先标准化后缩放计算的预处理方案：先计算出

每种物理量场的空间平均值犕，再对均值序列进行

标准化处理，将标准化值与原先的空间平均值犕 之

比作为缩放系数，最后将每个原始样本与对应的缩

放系数相乘即得到比较合适的新样本数据。即对于

每个样本中的物理量矩阵犡作如下变换：

犡′＝犡·
ｓｔｄ（犕）

犕
（７）

３．２．２　特征变量选取

模式生成的预报产品种类丰富，部分还涉及不

同的高度层次，如果不加以筛选而将所有物理量作

为输入特征变量，则由于物理量之间并非相互独立

以及对模型输出的敏感性差，很可能导致订正效果

大打折扣。这里采用两种特征变量选取方案进行对

比试验，分别是相关系数判别（ｃｏｒｒｅｌａｔｉｏｎｃｏｅｆｆｉ

ｃｉｅｎｔｄｉｓｃｒｉｍｉｎａｔｉｏｎ，ＣＣＤ）和主成分分析（ｐｒｉｎｃｉｐａｌ

ｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓ，ＰＣＡ）。前者根据物理量与小

时雨量的相关系数绝对值大小进行挑选，以０．１５为
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阈值从４５个不同种类、不同层次的物理量中挑选出

２２个作为特征变量，该阈值已通过α＝０．０１的显著

性水平检验，结果如表２所示。后一种方案则是在

预处理后对所有物理量进行主成分分析，由于输入

特征变量的数目对模型训练存在影响，为了便于和

前一种方案对比，也从４５个主成分中挑选前２２个

主分量作为特征变量，这２２个主分量的总解释方差

比例已经超过了９７％，可见ＰＣＡ的特征降维作用

十分明显，具体方案为：先对训练集中每个样本的场

均值进行标准化处理，然后对标准化的场均值所组

成的新序列进行主成分分析，获取的主分量变换系

数将应用于对应样本的逐个格点上（经过如３．２．１

节的预处理之后），从而构造出浓缩了绝大部分旧变

量变化信息的新变量。

表２　相关系数绝对值≥０．１５的物理量

犜犪犫犾犲２　犘犺狔狊犻犮犪犾狏犪狉犻犪犫犾犲狊狑犻狋犺犪犫狊狅犾狌狋犲狏犪犾狌犲狅犳

犮狅狉狉犲犾犪狋犻狅狀犮狅犲犳犳犻犮犻犲狀狋犲狓犮犲犲犱犻狀犵０．１５

物理量 高度／ｈＰａ 相关系数

气温 ８５０ ０．１５

相对湿度 ８５０，７００，５００ ０．２５，０．２６，０．２５

垂直速度 ８５０，５００ ０．１８，０．１７

散度 ９２５ －０．１５

露点温度 ９２５，８５０，７００，５００ ０．３３，０．３３，０．２６，０．２５

假相当位温 ９２５，８５０，７００，５００ ０．３３，０．３５，０．２５，０．２５

水汽通量散度 ９２５ －０．１５

对流有效位能 ／ ０．２６

对流抑制 ／ －０．１６

沙氏指数 ／ －０．３４

抬升指数 ／ －０．３０

总指数 ／ ０．２５

Ｋ指数 ／ ０．３５

３．２．３　Ｋ折交叉验证下的数据集划分

深度学习建模的核心在于训练过程，训练数据

分布状况的好坏将会直接影响模型最终的学习效

果。为了削弱这种数据随机性所导致的模型不稳定

性，应用Ｋ折交叉验证方案将２０１７—２０１８年５—９

月样本数据划分为８份，每份数据中的各等级降水

样本比例均与总体保持相同。每次建模使用其中的

７份作为训练集，剩余１份作为测试集，最后将８次

试验的平均结果作为评估指标。为了避免数据不均

衡问题导致模型训练出现“一边倒”的情况，采用随

机欠采样方案使训练集样本分布保持平衡，即以强

降水类的样本数为参考标准，从其他类中随机抽取

相近数目的样本加入，缺点是其他类的数据利用率

降低。另外，为了最大限度地利用现有数据集，从测

试集中随机抽取８０％的样本作为验证集，该做法不

会影响试验的客观性，验证集的加入可以方便地跟

踪模型在每一代训练阶段后其拟合能力和泛化能力

的变化趋势。最终每次试验所用的数据集数量分布

如表３所示。

另外，应用２０１９年５—９月观测数据与相应的

ＲＵＣ预报资料制作用于模拟业务检验的数据集。

２０１９年数据集包含了１９５６６个中等降水样本和

５３２３个强降水样本，另外分别随机抽取了５００００个

无降水和５００００个弱降水的样本加入，样本总数共

计为１２４８８９个。该数据集体现了气象数据所具有

的时间关联特征，能够为基于前两年数据训练而得

到的订正模型提供比较真实的模拟测试条件。

表３　犓折交叉验证下的２０１７—２０１８年

数据集样本数（单位：个）

犜犪犫犾犲３　犛犪犿狆犾犲狊犻狕犲狊狅犳犱犪狋犪狊犲狋狊犳狅狉犓犳狅犾犱

犮狉狅狊狊狏犪犾犻犱犪狋犻狅狀犻狀２０１７－２０１８（狌狀犻狋：狀狌犿犫犲狉）

无降水 弱降水 中等降水 强降水 合计

训练集 ９０００ ９０００ ９０００ ７２９５ ３４２９５

验证集 １０００ １０００ １０００ ８３３ ３８３３

测试集 ６００００ ６００００ ４３０７ １０４２ １２５３４９

３．２．４　模型设计

试验设计的订正模型符合经典卷积神经网络的

拓扑结构（图３），可训练的总参数量在８１万个左

右。第一层卷积层的卷积核尺寸设为１×１，主要目

的在于使相对“平滑”的物理量场的空间分布信息更

加突显，其余卷积层均采用３×３的卷积核。同时，

考虑到截取的“局部”物理量场空间范围并不是太

大，所以只在最终的卷积层之后才加入池化层，避免

过度压缩导致丢失大部分信息。为了进一步加快收

敛速度和减轻过拟合的影响，模型中加入批规范化

层（ＩｏｆｆｅａｎｄＳｚｅｇｅｄｙ，２０１５）和随机失活层（Ｌｉａｎｇ

ａｎｄＬｉｕ，２０１５）。最后由Ｓｏｆｔｍａｘ函数（Ｗａｎｇｅｔａｌ，

２０１８）进行各个雨量等级的概率分布回归，挑选出最

大概率的降水等级作为模型输出结果。模型训练的

损失函数设为多分类交叉熵（ｃｒｏｓｓｅｎｔｒｏｐｙ，ＣＥ）

（ＫｌｉｎｅａｎｄＢｅｒａｒｄｉ，２００５），其公式为：

犆犈 ＝－∑
狀

犻＝１

狅犻·ｌｏｇ（犳犻） （８）

式中：狅犻 为观测值，犳犻 为预报值。交叉熵是度量两

个概率分布间的差异性信息的指标，其保持高梯度

状态的特性可以使模型的收敛速度基本不会受到影

响。
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图３　预报订正模型的卷积神经网络拓扑结构

Ｆｉｇ．３　ＳｋｅｍａｔｉｃｄｉａｇｒａｍｏｆｆｏｒｅｃａｓｔｃｏｒｒｅｃｔｉｏｎｍｏｄｅｌｂａｓｅｄｏｎＣＮＮ

４　试验对比

４．１　不同特征变量选取方案下的训练过程对比

分别应用ＣＣＤ和ＰＣＡ两种特征变量选取方案

对基于卷积神经网络的相同模型进行５０次迭代训

练，以８次交叉验证试验的平均ＴＳ评分作为跟踪

指标观察模型在训练过程中的性能变化趋势。如

图４所示，两者在训练集上的ＴＳ评分和交叉熵变

化均表现出“Ｓ”型曲线特征，总体趋势无显著差异。

开始训练时模型的识别能力类似于模式的原始预

报，与降水强度成反比，第２５代训练以后，模型在训

练集上的ＴＳ评分均超过了０．４，交叉熵降至０．６以

下，反映了模型的拟合能力随着训练过程而显著改

善。随着迭代数继续增加，模型不断加速收敛，对训

练集中各个等级降水识别能力的差异性逐渐减小。

最终ＴＳ评分达到０．８以上时收敛速度放缓，达到

了理想的水平。在训练集上两个方案的最大差异在

于ＰＣＡ方案的训练指标改善速度更快，后期能够达

到的极限水平也略高一些，这意味着ＰＣＡ方案确实

起到了压缩特征变量信息的作用，挑选出来的主分

量可使模型的拟合能力进一步增强。

　　另一方面，模型在验证集上表现出较大反差

（图５）。模型对于陌生数据的识别能力在前１５代

中快速提升，之后根据降水等级表现出不同的变化

趋势。无降水和弱降水的过拟合问题相对于中等降

水和强降水更加严重，其评估指标在２０代之后随着

模型泛化能力转差呈现下滑的趋势。模型对中等降

水的识别能力也在２０代之后逼近极限，处于小幅振

荡状态，对强降水的识别能力则一直缓慢提升。综

合来看，本试验中订正模型对应的最佳训练期应在

２０代之前，２０代之后的训练过程对于模型泛化能力

的改善可能产生负作用。作为对比，同样计算得出

ＲＵＣ原始预报在８次验证试验中的平均ＴＳ评分，

无降水、弱降水、中等降水、强降水分别为０．４２８、

０．２６０、０．０５０、０．０１３，可见虽然模型出现过拟合现

象，但是对ＲＵＣ原始预报仍存在显著的改善作用，

尤其对于中等降水和强降水的预报。另外，模型对

中等降水和强降水的“学习”效果均优于另外两个等

级，两者第２０代的ＴＳ评分相比第１代分别提升了

３５％和３６％左右。

进一步对比两种特征变量提取方案带来的差

异。ＰＣＡ方案在训练集上的收敛速度更快，从第１０

代起各项指标已明显超越了ＣＣＤ方案，但也更早进

入过拟合状态，４０代之后模型严重的过拟合状态导

致各项指标已难以继续提升。验证集上看，前期

ＰＣＡ方案下的ＴＳ评分在弱降水和强降水情况下优

于ＣＣＤ方案，但随着训练代数增加反而变得与

ＣＣＤ方案持平或者更差，其原因可能是ＰＣＡ方案

下的模型更早（２０代前后）进入严重的过拟合状态，

这也意味着更早进入“负效果”的训练阶段；相反地，

ＣＣＤ方案的模型学习能力却还在不断增强，后续达

到了更具“潜力”的状态。不可忽视的是，验证集样

本数量小于测试集和训练集，产生的随机性也会相

对更大一些。

４．２　不同订正方案在２０１７—２０１８年测试集上的对

比

　　为了评估模型的订正效果，在２０１７—２０１８年测

试集上对比 ＲＵＣ原始预报以及频率匹配法（ｆｒｅ

ｑｕｅｎｃｙｍａｔｃｈｉｎｇ，ＦＭ）、ＣＣＤ方案下的模型（以下简

称ＣＮＮＣＣＤ）和 ＰＣＡ 方案下的模型（以下简称

ＣＮＮＰＣＡ）这三种不同的订正方案。其中，ＦＭ 的

滑动统计窗口设为１０ｄ。另外，根据ＣＮＮＣＣＤ和

ＣＮＮＰＣＡ在验证集上的表现，分别选取第２０代和

第１４代模型作为最佳训练期进行对比检验。

通过图６ａ和６ｂ可以看到，虽然基于卷积神经
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网络的订正模型出现过拟合问题，但仍然对 ＲＵＣ

原始预报带来了一定程度的提升，尤其在晴雨、弱降

水和强降水预报下订正效果更加显著，ＣＮＮＣＣＤ

在这三种情况下的ＴＳ评分分别为０．６９７、０．５２８和

０．０６０，其相对于原始预报的技巧评分分别达到了

０．１６０、０．０５２和０．０５１，比ＦＭ 分别高出了０．１３７、

０．０６６和０．０４６，其针对３０ｍｍ·ｈ－１以上的降水提

升幅度最大。ＣＮＮＣＣＤ与ＣＮＮＰＣＡ的差异主要

体现在强降水样本上，ＣＮＮＰＣＡ对强降水等级的

预报无明显改善作用。ＦＭ 对ＲＵＣ原始预报亦有

微弱的改善作用，但是总体不如 ＣＮＮＣＣＤ 与

ＣＮＮＰＣＡ。另外，无论哪种方案对中等降水等级

的订正效果均为最差，甚至不如ＲＵＣ原始预报，原

因可能有二：ＲＵＣ本身对于中等降水事件的预报能

力已经足够优秀，可订正空间有限；中等降水对应的

物理特征不够突出，难以和弱降水或强降水相互区

分，导致“学习”难度大。

　　从漏报率和空报率分析不同方案的误差订正来

源：ＣＮＮＣＣＤ和ＣＮＮＰＣＡ均能大幅减少中等降

水预报的漏报率，但晴雨预报的漏报率却不降反升。

另外，ＣＮＮＣＣＤ大幅削减了强降水的漏报率，其削

减率可达原始预报的５６．８％，而ＣＮＮＰＣＡ则在弱降

图４　ＣＣＤ（ａ）与ＰＣＡ（ｂ）方案下训练集的ＴＳ评分与交叉熵

Ｆｉｇ．４　ＴＳｓｃｏｒｅｓａｎｄｃｒｏｓｓｅｎｔｒｏｐｙｏｆｔｒａｉｎｉｎｇｓｅｔｗｉｔｈＣＣＤ（ａ）ａｎｄＰＣＡ（ｂ）

图５　验证集上不同降水等级的ＴＳ评分

（ａ）无降水，（ｂ）弱降水，（ｃ）中等降水，（ｄ）强降水

Ｆｉｇ．５　ＴＳｓｏｆｖａｌｉｄａｔｉｏｎｓｅｔｆｏｒｄｉｆｆｅｒｅｎｔｐｒｅｃｉｐｉｔａｔｉｏｎｃａｔｅｇｏｒｉｅｓ

（ａ）ｎｏｎｅ，（ｂ）ｌｉｇｈｔ，（ｃ）ｍｅｄｉｕｍ，（ｄ）ｈｅａｖｙ
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水漏报率上表现最优。由图６ｄ可见，ＣＮＮＣＣＤ和

ＣＮＮＰＣＡ均无法改善中等以上降水的空报率，但

能够显著改善晴雨和弱降水的空报率。相比而言，

频率匹配法对漏报率和空报率的削减幅度亦不如另

外两种方案。总体来讲，ＣＮＮＣＣＤ和 ＣＮＮＰＣＡ

可以取得更加理想的订正效果，特别是ＣＮＮＣＣＤ

对强降水等级预报的订正十分有效。

４．３　不同订正方案在２０１９年数据集上的对比

为了更加真实地对比不同订正方案在实际业务

应用中的表现差异，制作了２０１９年数据集进行检

验。ＲＵＣ在２０１９年５月进行了性能升级，进一步

加大了不同方案的适应难度，能够更好地模拟完全

陌生的实际业务数据环境。

首先从图７观察到不同订正方案在２０１９年数

据集上的表现差异不同于２０１７—２０１８年的测试集，

主要原因是模式调整带来的误差分布变化，但仍然

可以发现ＣＮＮＣＣＤ和ＣＮＮＰＣＡ在ＴＳ评分和ＥＴＳ

评分上基本超过了ＦＭ。从ＴＳ评分上看，ＣＮＮＣＣＤ

和ＣＮＮＰＣＡ在晴雨预报和弱降水预报上差异不大，

图６　不同订正方案在２０１７—２０１８年测试集上的评估指标

（ａ）ＴＳ评分，（ｂ）ＥＴＳ评分，（ｃ）漏报率，（ｄ）空报率

Ｆｉｇ．６　Ｅｖａｌｕａｔｉｏｎｓｃｏｒｅｓｆｏｒｔｅｓｔｓｅｔｉｎｄｉｆｆｅｒｅｎｔｃｏｒｒｅｃｔｉｏｎｓｃｈｅｍｅｓｄｕｒｉｎｇ２０１７ｔｏ２０１８

（ａ）ＴＳ，（ｂ）ＥＴＳ，（ｃ）ＰＯ，（ｄ）ＦＡＲ

图７　同图６，但为２０１９年数据集

Ｆｉｇ．７　ＳａｍｅａｓＦｉｇ．６，ｂｕｔｆｏｒｔｈｅ２０１９ｄａｔａｓｅｔ
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均超过了０．６８的水平，而在中等降水和强降水上表

现却截然相反，中等降水来讲ＣＮＮＰＣＡ更优，这也

是两个测试集之间具有较大差异之处；而在强降水

上则是ＣＮＮＣＣＤ显著超过ＣＮＮＰＣＡ和ＦＭ，甚

至达到了０．２以上。ＥＴＳ评分的趋势与ＴＳ评分基

本一致。

另外，图７ｃ的漏报率对比体现了ＣＮＮＰＣＡ在

分类订正方面更胜一筹，尤其是在弱降水和强降水

预报上对漏报率的改善效果十分突出，但晴雨预报

的漏报率反而最高。空报率方面，ＣＮＮＣＣＤ 和

ＣＮＮＰＣＡ的订正作用均主要体现在晴雨预报和弱

降水预报上，中等降水和强降水的空报率削减幅度

较不明显。通过在２０１９年测试集上的进一步检验

可以看到，ＣＮＮＣＣＤ和ＣＮＮＰＣＡ对未知数据的

稳定性和适应性均优于传统的统计方法，具备较高

的实际业务应用价值。

５　结论与讨论

本文从站点的角度检验了ＲＵＣ在福建省５—９

月的逐时降水预报性能，建立和训练了基于卷积神

经网络的逐时降水分级订正模型，应用 ＣＣＤ 和

ＰＣＡ两种不同方案提取模式预报物理量作为输入

特征变量分别在２０１７—２０１８年的Ｋ折交叉验证测

试集和２０１９年的模拟业务数据集上进行订正试验，

并与频率匹配法对比分析订正效果。试验结果表

明：

（１）ＲＵＣ的晴雨预报存在干偏差，其分类降水

预报却存在湿偏差，对于１５ｍｍ·ｈ－１以上降水的

预报能力弱。从ＴＳ评分上看，各订正方案对ＲＵＣ

原始预报均有不同程度的改进作用，但频率匹配法

对弱降水预报反而起到负的订正作用。传统的频率

匹配法直接从频率统计的角度改善模式降水预报的

系统性误差，ＣＮＮＣＣＤ与ＣＮＮＰＣＡ则能够通过

模式对环境条件的预报信息推测出降水分类结论，

两者原理截然不同。从各类评估指标来看 ＣＮＮ

ＣＣＤ与ＣＮＮＰＣＡ对原始预报的提升幅度更加突

出，尤其对晴雨和弱降水的改善效果更加理想，其中

ＣＮＮＣＣＤ对３０ｍｍ·ｈ－１降水预报的订正十分有

效。

（２）在模型的输入特征变量选取方面，ＰＣＡ方

案下训练时的收敛速度较快，最佳训练期有所提前，

但也更早进入严重的过拟合状态，这也意味着更早

进入“负效果”的训练阶段。相反，ＣＮＮＣＣＤ在训

练过程中表现出了较长的提升期，从而在强降水预

报方面达到了更具“潜力”的状态。

（３）基于卷积神经网络的订正方案对减少分类

降水预报的漏报率、晴雨和弱降水预报的空报率具

有显著作用，优化程度明显超过频率匹配法。

（４）试验所设计的ＣＮＮＣＣＤ对应的最佳训练

期在２０代左右，ＣＮＮＰＣＡ对应的最佳训练期在１４

代左右。模型表现出来的过拟合问题反映了其拟合

能力较强、泛化能力较差的缺陷，最主要原因可能是

各类样本可分性较差、训练样本数量与模型容量不

相适应等，下一步将针对此问题继续优化和改进。
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