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提　要：通过在湖南南岳高山气象观测站及怀化国家气候基准站设立的外场试验，采集２０１８年１—３月两站逐分钟积雪天

气现象摄像图片，采用卷积神经网络技术对南岳站积雪试验图片进行建模训练，并用南岳站和怀化站的测试图片进行检验，

在此基础上探讨了基于深度学习的积雪天气现象图像识别的采集环境布局要求。主要结论如下：南岳站识别的正确率为

９９．２３％，空判率为０．４９％，漏判率为０．２８％，白天识别结果优于夜间；判识积雪出现的概率在积雪形成初期明显增加，维持期

接近９９．９９％，且十分稳定，融雪时逐步降低；地面积雪形成初期和积雪结束期凝结物较少时偶尔出现漏判，当有雨凇、雾凇及

其他背景污染时会出现个别时刻空判现象。怀化站测试结果与南岳站相似，正确率为９７．７８％，空判率为１．９２％，漏判率为

０．３％；但概率曲线波动较大，一方面由于怀化站图片没有参与建模训练，另一方面可能与怀化站的摄像头固定不佳、对焦不

准、拍摄不清晰有关。测试结果表明：该人工智能判识模型较好地提取了积雪不同发展阶段的关键特征，识别效果良好，并可

通过增加气象要素条件和根据判识的前后一致性进一步消除空漏判，可为此类天气现象自动观测提供重要技术支撑。
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引　言

地面观测包括两部分：要素观测（温、压、湿、风

和辐射）和综合观测（云、能见度和天气现象）。天气

现象是指发生在大气中、地面上的一些物理过程。

包括降水现象、地面凝结现象、视程障碍现象、雷电

现象和其他现象等，这些现象都是在一定的天气条

件下产生的，是各气象要素变化的综合结果（中国气

象局，２００３）。

地面观测是天气监测与天气预报（吴兑，２００６；

黄小玉等，２００８；胡文东等，２０１５；蔡荣辉等，２０１７；赵

思雄等，２０１８；黄艳等，２０１８；何晓彤和徐国强，

２０１８）、气候分析及预测（王遵娅等，２００４；梁苏洁等，

２０１４；吴萍等，２０１６；林婧婧和张强，２０１６；毛冬艳等，

２０１８）等工作的基础。目前，随着技术的不断进步，

大部分地面气象观测项目已经实现了自动观测，但

有些观测项目，如云、天气现象、日照时数、蒸发等气

象要素尚未在业务中完全实现自动观测（马舒庆等，

２０１１；行鸿彦等，２０１７；刘炼烨等，２０１７）。天气现象

业务观测方面存在的问题主要表现为主观性、定性

化强而定量化有所欠缺；观测频次相对偏少，不能全

面、连续反映天气现象。天气现象自动化观测就是

地面目视观测和听觉观测项目的客观化、定量化，通

过自动化观测可望获取更多连续性好、定量性强的

气象信息。积雪属于天气现象的一种，是灾害性天

气之一，对农业、交通、航空、航天、水利、环境、通信、

电力以及能源等行业影响很大。目前积雪已经取消

了夜间观测，并计划于２０２０年取消全天观测，为满

足气象业务及服务需求，开展积雪自动识别具有重

要的意义。

相比常规方法，近年兴起的卷积神经网络

（ＣＮＮ）方法直接由数据本身驱动特征及表达关系

的自我学习，对图像具有极强的数据表征能力

（Ｋｒｉｚｈｅｖｓｋｙｅｔａｌ，２０１２）。ＣＮＮ已在手写字符识别

（Ａｌｗｚｗａｚｙｅｔａｌ，２０１６；Ｙａｎｇ，２０１６；Ａｌｂｕ，２００９）、人

脸识别（Ｒａｍａｉａｈｅｔａｌ，２０１５；ＳｉｎｇｈａｎｄＯｍ，２０１７；

Ｄｏｂｈａｌｅｔａｌ，２０１５）、行为识别（ＲｏｎａｏａｎｄＣｈｏ，

２０１６；王忠民等，２０１６）以及农作物识别（宋怀波等，

２０１４；高震宇等，２０１７；周云成等，２０１７；傅隆生等，

２０１８）等多方面广泛应用，获得了较好的效果，但在

天气现象的识别研究与应用较少。本文利用湖南南

岳高山气象观测站（以下简称南岳站）、怀化国家气

候基础站（以下简称怀化站）外场试验积雪观测资

料，探讨基于深度学习的积雪天气现象图像识别的

采集环境布局要求；利用南岳站采集的试验图片资

料，采用卷积神经网络深度学习进行建模训练，并用

南岳站及怀化站的资料进行测试，为地面积雪天气

现象自动观测提供技术支持，对有效推进我国地面

观测自动化、实现地面观测无人值守具有积极作用。

１　观测环境分析

南岳山地处湖南衡邵盆地，位于衡阳市南岳区

境内。南岳站（２７°１８′Ｎ、１１２°４２′Ｅ）位于南岳山风景

名胜区望日台山顶，观测场海拔高度为１２６５．９ｍ，

与最高峰祝融峰（１３００ｍ）水平距离仅４００ｍ。南岳

站属于高山站，冬季多积雪、雨凇、雾凇等凝结类天
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气，怀化站（２７°３４′Ｎ、１１０°００′Ｅ）处于云贵高原东部，

海拔较高，冬季降雪相对明显，两站可对基于深度学

习的图像识别人工智能判识技术研究提供丰富的样

本资料。

怀化站及南岳站外场观测点均选在当地观测场

内，观测背景如图１所示。通过标尺来拍摄雪深。

对比两图可以看出，怀化站摄像头拍摄的距离较近，

以草地为主，拍摄的范围小，摄像头仅经一次固定，

稳定性欠佳，试验观测期间观测场景经历过多次变

动，且由于用于固定摄像头的立杆较高，有１．２ｍ，

俯拍积雪时，容易背光，使得摄像机光圈吸光量少，

成像的图像较暗淡，噪点会增多，图像易模糊。而南

岳站的拍摄范围较大，除草地外，还有观测场内的小

路。且考虑到南岳站属于高山站，观测环境恶劣，多

大风、雷暴天气，因此将摄像头进行了二次加固，稳

定性明显改善。同时，用于固定摄像头的立杆仅有

０．８ｍ，成像效果清晰度较高。

外 场 试 验 摄 像 机 选 用 海 康 威 视 ＤＳ

２ＣＤ５０２８ＦＷＤ／ＥＩＲＡ２００万黑光网络摄像机，具有

网络护罩一体化、超宽动态红外摄像、人眼仿生技

术、多光谱成像技术等功能。图像分辨率为１９２０×

１０８０像素。由于摄像机具有红外功能，试验期间夜

间未进行补光。白天、夜间摄像模式所取时间段分

别为：０７：００—１８：５９、１７：００至次日０６：５９。

　　图２是南岳站两张时间相差２０分钟的图片。

根据人工观测，２０１８年１月２５日００：４０开始出现

混合凇，１６：２２开始出现降雪，一直持续到１８：４０。

对比图２可以发现两者在草地上基本没有变化，以

凇类凝结物为主。降雪约２０ｍｉｎ，图２ｂ的小路上

可以看出有积雪形成，因为较少的积雪在草地上被

掩盖，无法对其清晰反映。而在水泥路上，可以清晰

看到积雪。根据以上分析，南岳站的观测环境更有

利于积雪观测，且南岳站试验期间出现了较长时间

的积雪，能提供丰富的样本，因此训练样本选用南岳

站资料，而泛化测试用怀化站资料。

２　观测资料分析

图３ａ 和 ３ｂ 分别 为南 岳站白 天 （０７：００—

１８：５９）、夜间（１７：００至次日０６：５９）的积雪图，白天

的图片效果明显好于夜间的效果，但夜间有、无积雪

仍然可辨。训练用的样本资料是南岳站２０１８年１

月２５日至３月１日每隔２０分钟的拍摄图片。本文

用两组资料建模进行对比分析，一是将上述资料经

过去污染，共有２９４７张图片作为训练样本（简称模

型１，下同）；另一种将白天及晚上有积雪的图片保

图１　怀化站（ａ）、南岳站（ｂ）观测背景对比

Ｆｉｇ．１　ＣｏｍｐａｒｉｓｏｎｏｆｏｂｓｅｒｖａｔｉｏｎｂａｃｋｇｒｏｕｎｄｉｍａｇｅｓａｔＨｕａｉｈｕａＳｔａｔｉｏｎ（ａ）

ａｎｄＮａｎｙｕｅＳｔａｔｉｏｎ（ｂ）

图２　２０１８年１月２５日１６：４３（ａ）和１７：０３（ｂ）南岳站积雪观测

Ｆｉｇ．２　ＳｎｏｗｃｏｖｅｒｏｂｓｅｒｖａｔｉｏｎｉｍａｇｅｓａｔＮａｎｙｕｅＳｔａｔｉｏｎａｔ１６：４３ＢＴ（ａ）

ａｎｄ１７：０３ＢＴ（ｂ）２５Ｊａｎｕａｒｙ２０１８
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图３　２０１８年２月５日１２：４０（ａ）和３日０４：００（ｂ）南岳站积雪

Ｆｉｇ．３　ＯｂｓｅｒｖａｔｉｏｎｉｍａｇｅｓａｔＮａｎｙｕｅＳｔａｔｉｏｎａｔ１２：４０ＢＴ５（ａ）ａｎｄ

０４：００ＢＴ３（ｂ）Ｆｅｂｒｕａｒｙ２０１８

存，去掉晚上没有积雪共１８５４张图片进行训练（简

称模型２，下同）。测试样本是南岳站１月２５日至３

月１日与训练图片不重复的样本及怀化站１月２６

日至３月８日所有观测资料。

　　在观测期间，南岳站２０１８年１月２５日１７：００至

２月９日１０：００和２月２１日２２：００至２３日１１：４０

及怀化站１月２６日１３：４３至２９日１３：４３均出现积

雪。

由于光线、对焦、天气等原因，拍摄图片大小不

一，为了计算方便，统一利用 Ｐｙｔｈｏｎ的数学库

ｎｕｍｐｙ将图片转化成２９９×２９９像素（图略）。

３　技术方法

本文将拍摄图片经预处理及简单标注积雪的起

止时间后，训练模型通过神经网络自动捕捉地面积

雪的形状、色泽、纹理等关键信息，无需利用人工标

注，直接用拍摄的整张图片来提取信息特征。

３．１　训练模型简介

采用目前较为先进的ＧｏｏｇｌｅＩｎｃｅｐｔｉｏｎＮｅｔ训

练模型。该模型通过采用全局平均池化层取代全连

接层，极大地降低了参数量，实用性很强，一般称该

网络模型为ＩｎｃｅｐｔｉｏｎＶ１。在ＩｎｃｅｐｔｉｏｎＶ２中，引

入了ＢａｔｃｈＮｏｒｍａｌｉｚａｔｉｏｎ方法，加快了训练的收敛

速度。在ＩｎｃｅｐｔｉｏｎＶ３（以下简称Ｖ３）模型中，通过

将二维卷积层拆分成两个一维卷积层，不仅降低了

参数量，同时减轻了过拟合现象。本文网络训练选

用Ｖ３网络。

在模型的学习过程中，由于历史数据只能代表

已发生的结果，所以往往需要在使用模型的过程中，

不断根据当前结果对现有模型的权值做出调整，即

在使用中不断增强模型，从而完成增强学习。

３．２　卷积神经网络设计及训练

典型的深度学习模型是深层的神经网络，Ｖ３总

共４７层。

３．２．１　网络设计

（１）将大卷积分解成小卷积

Ｖ３一个最重要的改进是分解，将３×３分解成

两个一维的卷积（１×３，３×１），其优势在于既可以加

速计算（多余的计算能力可以用来加深网络），又可

以将１个卷积拆成２个卷积，使网络深度进一步增

加，增加了网络的非线性，节约的计算时间可以用来

增加滤波器数目。对于一个３×３卷积核卷积的区

域，３×３的卷积使用３×１卷积和１×３卷积代替，

这种结构在前几层效果有限，但对特征图大小为１２

～２０的中间层效果明显。如果卷积核更大，减小的

计算量也明显。值得注意的是网络输入从２２４×

２２４变为２９９×２９９，更加精细地设计了３５×３５／１７

×１７／８×８的模块。

　　图片经过处理之后转为［２９９，２９９，３］，然后经过

３层３×３卷积层、１层３×３池化层、１层１×１卷积

层，再经过１层３×３卷积层和１层３×３池化层进

入基础模块层ｂｌｏｃｋ１＿ｍｏｄｕｌｅ１。在基础模块中经

过卷积、池化和连接，最后输出模型的特征参数。

Ｖ３总共４７层分别是：５（前）＋３（ｂｌｏｃｋ１＿ｍｏｄｕｌｅ１）

＋３（ｂｌｏｃｋ１＿ｍｏｄｕｌｅ２）＋３（ｂｌｏｃｋ１＿ｍｏｄｕｌｅ３）＋３

（ｂｌｏｃｋ２＿ｍｏｄｕｌｅ１）＋５（ｂｌｏｃｋ２＿ｍｏｄｕｌｅ２）＋５

（ｂｌｏｃｋ２＿ｍｏｄｕｌｅ３）＋５（ｂｌｏｃｋ２＿ｍｏｄｕｌｅ４）＋５

（ｂｌｏｃｋ２＿ｍｏｄｕｌｅ５）＋４（ｂｌｏｃｋ３＿ｍｏｄｕｌｅ１）＋３

（ｂｌｏｃｋ３＿ｍｏｄｕｌｅ２）＋３（ｂｌｏｃｋ３＿ｍｏｄｕｌｅ３）＝４７层

（２）使用大尺寸滤波器卷积分解

ＧｏｏｇｌｅＮｅｔ的精度增益主要来自维度降低，可
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以认为是卷积分解的特例。考虑到网络邻近的激活

高度相关，因此集成之前可以降维。Ｉｎｃｅｐｔｉｏｎ模块

（ｂｌｏｃｋ１＿ｍｏｄｕｌｅ１）是全卷积的，每个权值对应一个

乘法运算，进行卷积分解后可以减少参数数目进行

快速训练，以增加滤波器组的大小提升精度。输出

到下一层卷积之前，对数据进行一次１×１卷积核降

维，如原来有２５６个输入特征图，通过１×１的卷积

核对特征图进行线性组合后，输出降低到９６个的特

征图，这样不会带来信息损失，且减小了下一层卷积

的计算量。

（３）降低特征图大小

池化用来降低特征图大小，能更有效地保存图

像信息，在池化之前增加滤波器数目，同时进行步长

为２的卷积和池化，然后串联。

３．２．２　模型训练

使用ｔｆ．ｃｏｎｔｒｉｂ．ｓｌｉｍ，基于Ｖ３网络结构，删除

其中的全连接层，减少参数规模的同时增强网络的泛

化能力，自定义了全卷积神经网络，其结构如表１。

　　卷积神经网络的训练过程分为两个阶段。第一

个阶段是数据由低层次向高层次传播的阶段，即前

向传播阶段。另外一个阶段是，当前向传播得出的

结果与预期不相符时，将误差从高层次向低层次进

行传播训练的阶段，即后向传播阶段（图４）。模型

主要的训练参数如表２。

表１　犞３结构表

犜犪犫犾犲１　犛狋狉狌犮狋狌狉犲狋犪犫犾犲狅犳犞３

类型 ｋｅｒｎｅｌ尺寸／步长（或注释） 输入尺寸

卷积 ３×３／２ ２９９×２９９×３

卷积 ３×３／１ １４９×１４９×３２

卷积 ３×３／１ １４７×１４７×３２

池化 ３×３／２ １４７×１４７×６４

卷积 １×１／１ ７３×７３×６４

卷积 ３×３／１ ７１×７１×８０

池化 ３×３／２ ３５×３５×１９２

Ｉｎｃｅｐｔｉｏｎ模块组 ３个ＩｎｃｅｐｔｉｏｎＭｏｄｕｌｅ ３５×３５×２５６

Ｉｎｃｅｐｔｉｏｎ模块组 ５个ＩｎｃｅｐｔｉｏｎＭｏｄｕｌｅ １７×１７×７６８

Ｉｎｃｅｐｔｉｏｎ模块组 ３个ＩｎｃｅｐｔｉｏｎＭｏｄｕｌｅ ８×８×１２８０

池化 ８×８ ８×８×２０４８

线性 ｌｏｇｉｔｓ １×１×２０４８

卷积 １×１／１ １×１×１０００

Ｓｏｆｔｍａｘ 分类输出 １×１×１０００

表２　参数列表

犜犪犫犾犲２　犔犻狊狋狅犳狋狉犪犻狀犻狀犵狆犪狉犪犿犲狋犲狉狊

训练步骤 学习率 批训练图片数 批检验图片数 检验时间间隔／ｍｉｎ

４０００ ０．０１ １００ １００ １０

４　结果分析

本文用南岳站和怀化站去污染后独立于训练样

本的测试图片集对训练模型进行检验。≥５０％的概

率判断为有积雪，＜５０％判为无积雪。

４．１　南岳站图片测试效果分析

用２０１８年１月２５日至３月１日预留没有参加

训练的样本，模型１共计２４６５张测试图片，验证结

果如图５ａ，正确率：２４４６／２４６５＝９９．２３％，空判率：

１２／２４６５＝０．４９％，漏判率：７／２４６５＝０．２８％；模型２

共计１７６８张图片，验证结果如图５ｂ，正确率：１７５９／

１７６８＝９９．４９％，空判率：７／１７６８＝０．４０％，漏判率：

２／１７６８＝０．１１％。去掉晚上没有积雪的图片，识别

的准确率有所增加，但不明显，说明晚上清晰的图片

对于识别积雪影响不大，因此以下的分析主要针对

模型１的图片。

　　图５中红线之间为两次积雪过程。第一次过程

从１月２５日积雪形成后，１月２５日１５：０３的概率
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图４　训练过程图

Ｆｉｇ．４　Ｔｒａｉｎｉｎｇｐｒｏｃｅｓｓ

为７９．２２％，过程开始时出现了６张图片空判；

１７：２３概率为９７．４１％后，就一直稳定在９９．９９％左

右；２月７日开始融雪，概率有所下降，至２月９日

积雪完成融化，过程结束出现了６张漏判。２月

２２—２３日过程中与前次过程相似，积雪形成时概率

逐渐增加，而消融时概率减小，过程开始前出现了一

张图片空判，消融过程出现了一张图片漏判。当积

雪稳定时，概率在９９％左右，没有空漏判。

南岳站２４６５张测试图片中出现了７张漏判。

出现漏判的情况一般是积雪临近融完时，由于积雪

少，偶尔出现漏判（图６）。

　　南岳站还出现了１２张空判图片。出现空判主

要在积雪初期，南岳高山站由于温度低，容易形成雨

凇、雾凇。２０１８年１月２５日１５：０３（图７ａ）出现了混

合凇，２月１１日０７：０３（图７ｂ）出现了雾凇，两张图

片与积雪比较相似，出现了空判。另外值得关注的

是，２月１２日１０：４０—１１：１０由于观测人员维护雪

深尺，概率增加，１０：５０达到了８４．０１％（图７ｃ），说

明摄像的环境与背景的变动会造成判识准确率下

降。

４．２　怀化站图片测试效果分析

用怀化站的图片资料对训练模型进行泛化测

试，２０１８年１月２６日１３：４３至３月８日２３：４３（其

中２月１１—２０日及２月２４日至３月６日缺资料）

模型１共计１３５２张测试图片，判识正确率：１３２２／

１３５２＝９７．７８％，空判率：２６／１３５２＝１．９２％，漏判率：

４／１３５２＝０．３％；模型２共７４１测试图片，判识正确

率：７２６／７４１＝９７．９８％，空判率：１３／７４１＝１．７５％，漏

判率：２／７４１＝０．２７％。结果与南岳站一致，模型２

比模型１的准确率略有上升。总体上怀化站的正确

率较南岳站略有下降，但仍然比较高。比较怀化站

（图８，红线之间为积雪期）与南岳站（图５）的曲线

图，南岳站概率曲线比较平稳，而怀化站曲线波动较

大。究其原因，一方面由于怀化站图片资料没有参

与模型训练，另一方面与怀化站的摄像头固定不佳、

对焦不准、拍摄不清晰有关；怀化站积雪开始时没有

图片，从融雪过程来看，随着积雪的减少，概率逐渐

降低，图９中随着积雪的快速融化，概率也明显下

降，两小时内从９８．３６％下降到９．１４％；当积雪较稳

定时，概率均在９０％以上（图略）。尽管怀化站的测

试效果较南岳站差一些，但仍有９７．７８％ 的高判识

准确率，说明该训练模型较好地提取了积雪特征，对

于识别积雪有良好的效果。

　　出现漏判的４张图片主要由于摄像机固定欠

佳，拍摄场景经常变动，如图１０ａ中１月２６日１５：０３

积雪的面积较大，概率为９８．１３％；而２０分钟后由

于拍摄场景变化，积雪面积减小，概率降为１７％，出

现了漏判（图１０ｂ）；１５：４３拍摄场景再次改变，积雪

特征明显，概率又升至９６．８１％（图１０ｃ）。

　　空判出现的情况主要是夜间模式转为白天模式

（定为０７：００），由于光线不足，冬季地面草变枯，与

积雪较为相似，出现空判（图１１ａ）。另外，摄像头晃

动造成拍摄图片不清晰时，也偶尔会出现空判

（图１１ｂ）。

　　根据南岳站及怀化站的测试结果，识别的准确

率均超过９７％，训练模型较好地提取了积雪特征，

对于识别积雪有很好的效果。虽然用南岳站图片训

练的模型对怀化站图片测试效果也较好，但相对南

岳站测试结果来看，还有一定的差距。因此，为了增

加自动观测识别的准确性，在资料足够时，建议采用

“一站一模型”。

空判与漏判主要出现在积雪初期及结束期凝结

物较少时，并且错判率很低。可以通过以下改进措

施进一步提高识别准确率：一方面可以增加气象要

素条件对雾凇、雨凇造成的空判进行消空；另一方面

由于积雪属于连续性较好的天气现象，可以根据判

识的前后一致性进一步消除空漏判。由于外场试验

的时间较短，对于人工智能判识积雪的观测规范及

建模还将进一步加强研究。

４９１１　　　　　　　　　　　　　　　　　　　 　气　　象　　　　　　　　　　　　　　　 　　 　　　第４５卷　



图５　２０１８年１月２５日００：０３至３月１日１２：２０模型１（ａ）和

模型２（ｂ）南岳站测试概率时序图

Ｆｉｇ．５　ＴｉｍｅｓｅｒｉｅｓｄｉａｇｒａｍｏｆｔｈｅｔｅｓｔｐｒｏｂａｂｉｌｉｔｙａｔＮａｎｙｕｅＳｔａｔｉｏｎｆｒｏｍ００：０３ＢＴ

２５Ｊａｎｕａｒｙｔｏ１２：２０ＢＴ１Ｍａｒｃｈ２０１８

（ａ）Ｍｏｄｅｌ１，（ｂ）Ｍｏｄｅｌ２

图６　２０１８年２月８日１８：４３（ａ，概率：３４．５３％）和２３日１１：２３（ｂ，概率：９．９４％）

南岳站积雪漏判图

Ｆｉｇ．６　ＯｍｉｓｓｉｏｎｓｏｆｓｎｏｗｃｏｖｅｒａｔＮａｎｙｕｅＳｔａｔｉｏｎａｔ１８：４３ＢＴ８（ａ，ｐｒｏｂａｂｉｌｉｔｙ：３４．５３％）

ａｎｄ１１：２３ＢＴ２３（ｂ，ｐｒｏｂａｂｉｌｉｔｙ：９．９４％）Ｆｅｂｒｕａｒｙ２０１８

图７　２０１８年１月２５日１５：０３（ａ，概率：７９．２２％）、２月１１日０７：０３（ｂ，概率：６９．０３％）

和２月１２日１０：５０（ｃ，概率：８４．０１％）南岳站积雪空判图

Ｆｉｇ．７　ＦａｌｓｅｉｄｅｎｔｉｆｉｃａｔｉｏｎｏｆｓｎｏｗｃｏｖｅｒａｔＮａｎｙｕｅＳｔａｔｉｏｎａｔ１５：０３ＢＴ２５Ｊａｎｕａｒｙ（ａ，

Ｐｒｏｂａｂｉｌｉｔｙ：７９．２２％％），０７：０３ＢＴ１１Ｆｅｂｒｕａｒｙ（ｂ，Ｐｒｏｂａｂｉｌｉｔｙ：６９．０３％）ａｎｄ

１０：５０ＢＴ１２Ｆｅｂｒｕａｒｙ（ｃ，Ｐｒｏｂａｂｉｌｉｔｙ：８４．０１％）２０１８
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图８　同图５，但为２０１８年１月２６日１９：２３至３月８日２３：４３怀化站

Ｆｉｇ．８　ＳａｍｅａｓＦｉｇ．５，ｂｕｔａｔＨｕａｉｈｕａＳｔａｔｉｏｎｆｒｏｍ１９：２３ＢＴ２６Ｊａｎｕａｒｙｔｏ２３：４３ＢＴ８Ｍａｒｃｈ２０１８

图９　２０１８年１月２９日１２：０３（ａ，概率：９８．３６％）、１３：０３（ｂ，概率：２５．４４％）和１４：０３（ｃ，概率：９．１４％）怀化站融雪过程

Ｆｉｇ．９　ＭｅｌｔｉｎｇｐｒｏｃｅｓｓｏｆｓｎｏｗｃｏｖｅｒａｔＨｕａｉｈｕａＳｔａｔｉｏｎａｔ１２：０３ＢＴ（ａ，ｐｒｏｂａｂｉｌｉｔｙ：９８．３６％），

１３：０３ＢＴ（ｂ，ｐｒｏｂａｂｉｌｉｔｙ：２５．４４％），ａｎｄ１４：０３ＢＴ（ｃ，ｐｒｏｂａｂｉｌｉｔｙ：９．１４％）２９Ｊａｎｕａｒｙ２０１８

图１０　２０１８年１月２６日１５：０３（ａ，概率：９８．１３％），１５：２３（ｂ，概率：１７％）和

１５：４３（ｃ，概率：９６．８１％）怀化站积雪漏判图

Ｆｉｇ．１０　ＯｍｉｓｓｉｏｎｓｏｆｓｎｏｗｃｏｖｅｒａｔＨｕａｉｈｕａＳｔａｔｉｏｎａｔ１５：０３ＢＴ（ａ，ｐｒｏｂａｂｉｌｉｔｙ：９８．１３％），

１５：２３ＢＴ（ｂ，ｐｒｏｂａｂｉｌｉｔｙ：１７％）ａｎｄ１５：４３ＢＴ（ｃ，ｐｒｏｂａｂｉｌｉｔｙ：９６．８１％）２６Ｊａｎｕａｒｙ２０１８

图１１　２０１８年２月８日０７：０３（ａ，概率：７２．８８％）和２１日１７：２３（ｂ，概率：９２．４２％）怀化站积雪空判图

Ｆｉｇ．１１　ＦａｌｓｅｉｄｅｎｔｉｆｉｃａｔｉｏｎｏｆｓｎｏｗｃｏｖｅｒａｔＨｕａｉｈｕａＳｔａｔｉｏｎａｔ０７：０３ＢＴ８（ａ，

ｐｒｏｂａｂｉｌｉｔｙ：７２．８８％）ａｎｄ１７：２３ＢＴ２１（ｂ，ｐｒｏｂａｂｉｌｉｔｙ：９２．４２％）Ｆｅｂｒｕａｒｙ２０１８
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５　结　论

本文应用湖南省南岳站及怀化站外场地面积雪

摄像的试验图片，采用目前较先进的卷积神经网络

技术对南岳站试验图片进行建模，并用南岳站和怀

化站的测试数据进行验证。在此基础上，对地面积

雪天气现象人工智能图片采集环境条件进行有益探

讨，主要结论如下：

（１）对比分析南岳站及怀化站外场试验图片，

南岳站的图像采集设备布设环境条件优于怀化站，

与人工观测环境相似，适宜作为积雪天气现象自动

观测的环境。

（２）用南岳站２０１８年１月２５日至３月１日预

留没有参加训练的样本共计２４６５张，对模型进行验

证，其中正确率为９９．２３％，空判率为０．４９％，漏判

率为０．２８％。用怀化站１月１６日至３月８日共计

１３５２张测试图片对模型进行泛化测试，其正确率为

９７．７８％，空判率为１．９２％，漏判率为０．３％。测试

结果表明训练模型较好地提取了积雪特征，对于识

别积雪有很好的效果。

（３）积雪稳定期的判识准确率大于９９％，在形

成的初期及结束期，凝结物较少时偶尔出现空漏判。

因此可以采取以下措施和方法进一步减少空漏判：

一是增加夜间拍摄图的清晰度，建议补光；二是利用

气象要素对雾凇、雨凇造成的空判进行消空；另外由

于积雪属于连续性较好的天气现象，可以根据判识

的前后一致性进一步消除空漏判。

（４）虽然用南岳站图片训练的模型对怀化站图

片测试效果也较好，但相对南岳站测试结果来看，还

有一定的差距。观测在气象业务中的作用十分重

要，因此在资料足够时，建议建立“一站一模型”，增

加观测识别的准确性。由于外场试验的时间较短，

对于人工智能判识积雪的观测规范及建模还将进一

步加强研究。
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