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提　要：对风速进行准确预测是精细化天气预报服务（如风能发电、冬季奥运会赛场条件保障等）的重要环节。本文基于三

种机器学习算法（ＬＡＳＳＯ回归、随机森林和深度学习），对数值天气预报模式ＥＣＭＷＦ预测的华北地区近地面１０ｍ风速进行

订正。首先利用ＬＡＳＳＯ回归算法提取对１０ｍ风速有重要影响的气象要素特征集，将其作为三种机器学习算法的输入，建立

相应模型对ＥＣＭＷＦ预测的风速进行订正。用提取后的气象要素特征集建模有助于减少计算量和存储开销，并减小模型的

复杂性，从而提高模型的泛化能力。将订正结果与传统订正方法模式输出统计（ｍｏｄｅｌｏｕｔｐｕｔｓｔａｔｉｓｔｉｃｓ，ＭＯＳ）得到的订正结

果进行对比。结果表明，三种机器学习算法的订正效果均好于 ＭＯＳ方法，显示了机器学习方法在改善局地精准气象预报方

面的潜力。
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引　言

提高风速的精细化预报水平是很多行业对精细

化天气预报服务的需求。例如，对风速的精确预测

是风电场风能预测的基础（张颖超等，２０１６；叶小岭

等，２０１７），目前对风的精准预报水平不高在一定程

度上制约了风力发电的发展，做好对风速的精确预

报有助于高效利用风能这种可再生资源。又如，北

京２０２２年冬季奥运会赛区地面风场是冬季奥运会

组委会十分关注的气象条件之一（张治国等，２０１７），

基于赛场赛道风速的预测才能对雪上项目的进行、

基础设施（如缆车的使用）等提前做风险评估和应对

准备。

目前风速预测方法大致可分为物理方法和统计

方法。物理方法，如数值天气预报，主要考虑到影响

风场的物理因素（如地形特征、气压和环境温度等）

及其间的物理相互作用规律来对风场进行预测。这

类方法需要对实际物理过程有清晰的认识和重现能

力，但由于模式的物理参数化方案的不完善和很多

参数的不确定性等，使得对近地面风场的预报存在

较大的误差。统计方法通常利用大量历史数据来构

建预测的统计模型，包括传统统计方法（Ｅｒｄｅｍａｎｄ

Ｓｈｉ，２０１１；Ｒｅｎｅｔａｌ，２０１６；胡海川等，２０１７）和机器

学习方法（ＬｉａｎｄＳｈｉ，２０１０；杨薛明等，２０１６；Ｌóｐｅｚ

ｅｔａｌ，２０１８；Ｗａｎｇｅｔａｌ，２０１８）。实践表明，现有单一

模型很难准确地进行局地风速预测。近年来一些学

者尝试基于机器学习方法对数值天气预报模式结果

进行订正，达到对风速的精细化预报。传统的订正

模型大多采用线性方法（肖擎曜等，２０１７），不足以捕

捉风速变化中隐藏的非线性特征。基于机器学习方

法的订正模型则能捕捉非线性风速变化，在风速预

报上表现出良好的性能，例如针对风速预报订正的

人工神经网络（孙军波等，２０１０；Ｚｊａｖｋａ，２０１５；邓华

等，２０１８）、支持向量机（戚双斌等，２００９；孔令彬等，

２０１４）、随机森林（Ｌｉｎｅｔａｌ，２０１５）等方法。

本文采用目前较为常用的三种机器学习（ＬＡＳ

ＳＯ回归、随机森林和深度学习）以及 ＭＯＳ方法（经

典天气预报的统计订正方法），对ＥＣＭＷＦ数值天

气预报模式预测的近地面（１０ｍ）风速进行订正。

首先基于ＥＣＭＷＦ模式计算所得的各种要素特征

进行特征选择，即通过机器学习算法自适应地获得

相关要素特征集，再以选择的特征集进行机器学习

建模，对ＥＣＭＷＦ预测的未来１～１５ｄ华北地区逐

日格点风速进行订正。以此评估各订正方法的能

力，为实现风速的精细化预报提供新的方法思路。

１　数据与方法

１．１　数据

本文采用的数据来源于欧洲中期天气预报中心

（Ｅｕｒｏｐｅａｎ Ｃｅｎｔｒｅｆｏｒ ＭｅｄｉｕｍＲａｎｇｅ Ｗｅａｔｈｅｒ

Ｆｏｒｅｃａｓｔｓ，ＥＣＭＷＦ）网站公开的数值模式输出数

据。数据包括逐日００时（对应北京时间为０８时）的

分析场（０时刻场）和２４～３６０ｈ（逐日）的预报场。

时间范围为２０１２年１月至２０１６年１２月，空间范围

为３８°～４３°Ｎ、１１３°～１１９°Ｅ（华北地区），空间分辨率

为０．５°×０．５°。ＥＣＭＷＦ模式输出数据共包括２３

个气象要素场（表１）。

首先将１０ｍ纬向风分量（犝）和１０ｍ经向风分

量（犞）合成为１０ｍ风速（犠），合成公式如下：

犠 ＝ 犝２＋犞槡
２ （１）

　　故现在共有２４个要素。本研究将采用研究时

段内模式０时刻１０ｍ风速的分析场作为标记（机器

学习算法中的真值），将ＥＣＭＷＦ预测的对应标记

所处时刻的所有２４个气象要素作为机器学习算法

的输入，以此构建机器学习风速订正模型。
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表１　犈犆犕犠犉数值预报２３个气象要素场

犜犪犫犾犲１　犜狑犲狀狋狔狋犺狉犲犲犿犲狋犲狅狉狅犾狅犵犻犮犪犾犲犾犲犿犲狀狋犳犻犲犾犱狊狅犳犈犆犕犠犉狀狌犿犲狉犻犮犪犾狆狉犲犱犻犮狋犻狅狀

序号 ＥＣＭＷＦ数值预报２３个气象要素场

１ ２ｍ温度（２ｍｔｅｍｐｅｒａｔｕｒｅ）

２ 降雪水当量（ｓｎｏｗｆａｌｌｗａｔｅｒｅｑｕｉｖａｌｅｎｔ）

３ 日照时间（ｓｕｎｓｈｉｎｅｄｕｒａｔｉｏｎ）

４ 地表潜热通量（ｓｕｒｆａｃｅｌａｔｅｎｔｈｅａｔｆｌｕｘ）

５ 地表净太阳辐射（ｓｕｒｆａｃｅｎｅｔｓｏｌａｒｒａｄｉａｔｉｏｎ）

６ 地表净热辐射（ｓｕｒｆａｃｅｎｅｔｔｈｅｒｍａｌｒａｄｉａｔｉｏｎ）

７ 地表感热通量（ｓｕｒｆａｃｅｓｅｎｓｉｂｌｅｈｅａｔｆｌｕｘ）

８ 最高净热辐射（ｔｏｐｎｅｔｔｈｅｒｍａｌｒａｄｉａｔｉｏｎ）

９ 总降水量（ｔｏｔａｌｐｒｅｃｉｐｉｔａｔｉｏｎ）

１０ 过去６ｈ２ｍ最高温度（ｍａｘｉｍｕｍｔｅｍｐｅｒａｔｕｒｅａｔ２ｍｉｎｔｈｅｌａｓｔ６ｈｏｕｒｓ）

１１ 过去６ｈ２ｍ最低温度（ｍｉｎｉｍｕｍｔｅｍｐｅｒａｔｕｒｅａｔ２ｍｉｎｔｈｅｌａｓｔ６ｈｏｕｒｓ）

１２ １０ｍ纬向风分量（１０ｍ犝 ｗｉｎｄｃｏｍｐｏｎｅｎｔ）

１３ １０ｍ经向风分量（１０ｍ犞 ｗｉｎｄｃｏｍｐｏｎｅｎｔ）

１４ ２ｍ露点温度（２ｍｄｅｗｐｏｉｎｔｔｅｍｐｅｒａｔｕｒｅ）

１５ 地形（ｏｒｏｇｒａｐｈｙ）

１６ 对流有效位能（ｃｏｎｖｅｃｔｉｖｅａｖａｉｌａｂｌｅｐｏｔｅｎｔｉａｌｅｎｅｒｇｙ）

１７ 平均海平面气压（ｍｅａｎｓｅａｌｅｖｅｌｐｒｅｓｓｕｒｅ）

１８ 体感温度（ｓｋｉｎｔｅｍｐｅｒａｔｕｒｅ）

１９ 积雪深度水当量（ｓｎｏｗｄｅｐｔｈｗａｔｅｒｅｑｕｉｖａｌｅｎｔ）

２０ 地面气压（ｓｕｒｆａｃｅｐｒｅｓｓｕｒｅ）

２１ 总云量（ｔｏｔａｌｃｌｏｕｄｃｏｖｅｒ）

２２ 总柱水汽量（ｔｏｔａｌｃｏｌｕｍｎｗａｔｅｒ）

２３ 海陆（ｌａｎｄｓｅａｍａｓｋ）

１．２　方法

１．２．１　ＭＯＳ预报方法

ＭＯＳ方法是在数值天气预报模式的预报产品

和相应时次的预报对象间建立统计关系（预报方程）

（吴启树等，２０１６）。本文以ＥＣＭＷＦ数值预报模式

在某一预报时效的风速的预报场和与其对应的分析

场建立一元线性回归方程：

犛犻＝犪＋犫犉犻 （２）

式中，犛犻为第犻时刻回归订正值，犉犻 为该时刻模式

预报值，犪为常数项，犫为回归系数（采用最小二乘法

求解）。用得到的回归方程对所有时效的风速进行

订正。

１．２．２　ＬＡＳＳＯ回归

ＬＡＳＳＯ（ｌｅａｓｔａｂｓｏｌｕｔｅｓｈｒｉｎｋａｇｅａｎｄｓｅｌｅｃｔｉｏｎ

ｏｐｅｒａｔｏｒ）回归通过构造一个惩罚函数得到一个较

为精炼的模型，使得它压缩一些系数，同时设定一些

系数为０。因此保留了子集收缩的优点，是一种处

理具有复共线性数据的有偏估计。ＬＡＳＳＯ回归通

过放弃最小二乘法的无偏性，以损失部分信息和降

低精度为代价获得回归系数更为符合实际、更可靠

的回归方法。

在本文风速预测中，给定有犿 个气象因素（特

征）的特征向量狓＝（狓１，狓２，…，狓犿），其中狓犻为狓在

第犻个特征上的取值，通过犿 个气象特征的线性组

合来进行预测风速，即公式如下：

犳（狓）＝狑１狓１＋狑２狓２＋…＋狑犿狓犿 （３）

式中狑＝（狑１，狑２，…，狑犿）是气象特征的权重。

　　损失函数定义为

犾狅狊狊（狑）＝ ‖犳（狓）－狔‖
２
＋α‖狑‖ （４）

式中，狔表示风速实测值，α‖狑‖是正则化项，不仅

有助于降低过拟合风险，还具有特征选择的作用（周

志华，２０１６）。通过对犾狅狊狊（狑）进行求最小值，模型学

习得到狑，从而ＬＡＳＳＯ回归模型得以确定。

１．２．３　随机森林

随机森林（ｒａｎｄｏｍｆｏｒｅｓｔ）算法是由多个决策树

集成的，在进行随机森林过程中，其输出值是随机森

林中所有决策树结果的平均值。

在本文风速预测中，就是以气象要素建立特征

向量作为输入，以该特征向量对应的风速大小作为

预测结果，通过训练样本进行拟合得到预测模型的

过程（李丽辉等，２０１７）。随机森林建模过程如下：

（１）定义风速预测训练集合犡犻→犢犻。其中，犢犻

为随机森林预测模型中的真实值，映射为资料中第

８２４　　　　　　　　　　　　　　　　　　　 　气　　象　　　　　　　　　　　　　　　 　　 　　　第４５卷　



犻个样本的风速实值；犡犻 为资料中第犻个样本的气

象要素取值所建立的特征向量，以｛犐犻１，犐犻２，…犐犻狀｝→

犡犻表示第犻个样本的狀个影响因子。

（２）在确定了训练集的基础上，建立单棵回归

决策树。通过训练样本中的特征向量犡 和其对应

的真实值犢，对分裂变量和分裂值进行搜索，回归决

策树将整个向量空间分为 犿 个分区｛犚１，犚２，…，

犚犿｝。对于其中任意分区可以映射为模型犆犿，通过

某个特征的取值将向量空间分为两部分，表达式为

犚１（犼，狊）＝ ｛犐狘犐犼≤狊｝ （５）

犚２（犼，狊）＝ ｛犐狘犐犼＞狊｝ （６）

式中，犼代表一个影响因子，狊代表进行分裂时的值。

进行向量空间分裂变量和分裂值搜索的目标函数为

狕∶ｍｉｎ
犼，狊

［ｍｉｎ
犮
１
∑

狓犻∈犚１
（犼，狊）

（狔犻－犮１）
２
＋

ｍｉｎ
犮
２
∑

狓犻∈犚２
（犼，狊）

（狔犻－犮２）
２］ （７）

式中，狕为风速实值的最小方差；狔犻为第犻个样本的

风速实值；狓犻为第犻个样本的影响因子向量的对应

值；犮１ 为第一部分风速实值均值；犮２ 为第二部分风

速实值均值。

（３）在单棵决策树的构建基础上，构建整个随

机森林。生成的随机森林是多元非线性回归分析模

型，随机森林预测值是所有决策树预测值的平均值。

１．２．４　深度学习

深度学习是含有多个神经元层的深层神经网

络。深度学习基本模型如图１所示，深度学习是由

输入层、隐藏层和输出层三部分组成，隐藏层可以包

含很多层。相对比于浅层学习，深度学习显然在计

算层次上更为复杂。在模型训练方面，深度学习采

用反向传播算法。反向传播算法的核心思想是求导

的链式法则，常被用来求解神经网络中的最优化问

题。输入层神经元个数等于样本的特征量，隐藏层

的层数、隐藏层的神经元数、学习率等参数，是通过

大量的训练与验证而确定。

图１　深度学习基本模型

Ｆｉｇ．１　Ｔｈｅｂａｓｉｃｍｏｄｅｌｏｆｄｅｅｐｌｅａｒｎｉｎｇ

　　结合图１和本文研究内容，由于本文构建的是

回归模型，故输出层不设激活函数，即将第四个隐藏

层的输出数据加权平均后直接输出。公式如下：

狔
（１）
＝犠

（１）狓＋犫
（１）
　　　　　 （８）

狔
（２）
＝犠

（２）

φ１（狔
（１））＋犫

（２） （９）

狔
（３）
＝犠

（３）

φ２（狔
（２））＋犫

（３） （１０）

狔
（４）
＝犠

（４）

φ３（狔
（３））＋犫

（４） （１１）

狔ｐｒｅｄｉｃｔ＝犠
（５）

φ４（狔
（４））＋犫

（５） （１２）

式中，狓是有气象要素组成的特征向量，是输入层的

输入信号。狔
（犻）为第犻个隐藏层的输入信号，犠

（犻）为

第犻－１层到第犻层的连接权重，犫
（犻）为第犻－１层到

第犻层的连接偏差，φ犻 为第犻个隐层的激活函数。

狔ｐｒｅｄｉｃｔ（风速预测值）为输出层的输出信号。隐层神

经元输出的激活函数采用ＲｅＬＵ函数，它的数学表

达式如下：

φ（狕）＝ｍａｘ（０，狕） （１３）

　　优化算法采用 Ａｄａｍ算法，该算法是随机梯度

下降算法的扩展式，它对超参数的选择相当鲁棒。

１．２．５　检验方法

均方根误差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＲＭＳＥ）

是风速预报中最常用的性能度量指标，均方根误差

越小，风速整体预报就越准确。公式如下：

犚犕犛犈（犳；犇）＝
１

犓∑
犓

犽＝１

［犳（犡犽）－狔犽］槡
２ （１４）

式中，犳为算法模型，犇为数据集，犓 为数据集犇 的

样本总数，犡犽 为第犽个样本的输入，狔犽 为第犽个样

本的标记。

风速预报准确率（犉犪）是风速预报绝对偏差不

大于１ｍ·ｓ－１的百分率，公式如下：

犉犪 ＝
犖狉
犖犳

×１００％ （１５）

式中，犖狉为风速预测值与分析场风速值之差不大于

１ｍ·ｓ－１的样本数，犖犳 为预报的样本数。

２　预测模型构建

将数据分为三部分：训练集、验证集和测试集。

训练集和验证集用于确定预测模型，测试集进行实

际预测。从２０１２年１月至２０１５年１２月ＥＣＭＷＦ

预报数据中随机抽取８５％作为训练集，剩下１５％作

为验证集；２０１６年１—１２月ＥＣＭＷＦ预报数据作为

测试集。基于机器学习的风速预测模型流程图如图

２所示。
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图２　机器学习风速预测流程图

Ｆｉｇ．２　Ｆｌｏｗｃｈａｒｔｏｆｍａｃｈｉｎｅｌｅａｒｎｉｎｇ

ｐｒｅｄｉｃｔｉｎｇｗｉｎｄｓｐｅｅｄ

　　（１）数据预处理。针对数据矩阵中的空值和乱

码进行处理，也对整体数据进行拆分和采样等操作。

同时，对各要素数据进行标准化处理，不仅避免训练

时由于各要素数值小而贡献小的问题（袁罛等，

２０１６），而且提高运算速率。本文预报时效为２４～

３６０ｈ（时效间隔为２４ｈ）的预报场数据分别对应未

来第１～１５ｄ（间隔为１ｄ）的分析场数据；数据集为

２０１２年１月至２０１６年１２月一共有１８２７ｄ；华北地

区（３８°～４３°Ｎ、１１３°～１１９°Ｅ）模式预报数据，水平分

辨率为０．５°×０．５°的网格，共计１４３个格点；因此每

个预报时效的原始数据集由一个大小为１８２７×１４３

个样本组成，每个样本有２４个特征。

（２）特征选择。从输入的原始数据（共２４个特

征）中，利用ＬＡＳＳＯ回归算法提取出对１０ｍ风速

有影响的气象要素特征集。结果详见第３节。

（３）将选择选出的特征组合成新的输入数据，

采用机器学习算法（ＬＡＳＳＯ回归、随机森林和深度

学习）分别进行训练形成模型。

（４）将测试集数据输入到已训练好的模型中，输

出即为订正后的风速数据，评估预测模型的准确性。

３　特征选择

特征选择是从原始特征中选择出一些最有效特

征以降低数据集维度的过程，学习任务的难度会有

所降低，涉及的计算和存储开销会减少，学习得到模

型的可解释性也会提高。常见的特征选择法有过滤

式选择、包裹式选择和嵌入式选择。过滤式选择过

程与后续学习器无关。从最终学习器性能来看，包

裹式特征选择比过滤式特征选择更好，但包裹式特

征选择计算开销大（周志华，２０１６）。本文是基于

ＬＡＳＳＯ回归的嵌入式选择法进行特征选择，ＬＡＳ

ＳＯ回归的学习方法是其特征选择过程与学习器训

练过程融为一体，两者在同一个优化过程中完成，并

且ＬＡＳＳＯ回归计算效率高。

结合１．２．２节，使用ＬＡＳＳＯ模型后，由于加入

了正则化因子α‖狑‖，不显著的变量被收缩为０。

随着惩罚力度的加强（超参数α变大），越来越多的

变量会被收缩为０。ＬＡＳＳＯ不仅可以降低过拟合

风险，还具有稀疏作用（韩耀风等，２０１７）。

以预报时效为２１６ｈ为例，如图３所示，基于

ＬＡＳＳＯ模型对测试集的风速预测，横坐标特征的数

目是通过调节ＬＡＳＳＯ模型中超参数α的大小来控

制，纵坐标是ＲＭＳＥ。当ＬＡＳＳＯ筛选出１０个特征

时，就足以将ＲＭＳＥ降低到平稳的边界。为了检验

这１０个特征（１０ｍ纬向风分量、１０ｍ经向风分量、

１０ｍ风速、积雪深度水当量、地表净热辐射、地面气

压、地面感热通量、最高净热辐射、总柱水汽量和海

陆）选择结果的稳健性，分别采用随机森林和深度学

习算法进行风速预测。并把 ＥＣＭＷＦ风速预测

（ＥＣ）、输入２４个特征的随机森林风速预测（ＲＦ

ａｌｌ）、输入选择出这１０个特征的随机森林风速预测

（ＲＦｓｅｌｅｃｔ）、输入２４个特征的深度学习风速预测

（ＤＬａｌｌ）和输入选择出这１０个特征的深度学习风

速预测（ＤＬｓｅｌｅｃｔ）。图４显示，随机森林和深度学

图３　基于ＬＡＳＳＯ模型的风速预测

Ｆｉｇ．３　Ｗｉｎｄｓｐｅｅｄｆｏｒｅｃａｓｔｂａｓｅｄ

ｏｎＬＡＳＳＯｍｏｄｅｌ
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图４　特征选择前后的风速预测对比

Ｆｉｇ．４　Ｃｏｍｐａｒｉｓｏｎｏｆｗｉｎｄｓｐｅｅｄｐｒｅｄｉｃｔｉｏｎ

ｂｅｆｏｒｅａｎｄａｆｔｅｒｆｅａｔｕｒｅｓｅｌｅｃｔｉｏｎ

习算法的预测性能明显优于ＥＣＭＷＦ；并且ＲＦｓｅ

ｌｅｃｔ的ＲＭＳＥ基本等于ＲＦａｌｌ，ＤＬｓｅｌｅｃｔ的ＲＭＳＥ

基本等于ＤＬａｌｌ，充分证明ＬＡＳＳＯ能够筛选出对

风速有关的主要特征。

　　按照上例特征选择方法对所有时效（２４～３６０ｈ

逐２４ｈ）进行特征选择。选择结果如表２和表３所

示，表中的数值是各预报时效中特征权重。特征对

风速预测的影响程度与特征权重的大小成正比，即

某个特征的权重越大说明这个特征对风速预测的影

响就越大。对预报时效２４～３６０ｈ中的平均权重由

大到小依次特征排列为：１０ｍ风速、海陆、地表净热

辐射、积雪深度水当量、地面气压、１０ｍ 纬向风分

量、１０ｍ经向风分量、最高净热辐射、地面感热通

量、总柱水汽量、２ｍ露点温度、降雪水当量、平均海

平面气压、总云量。在以上对风速预测有影响的特

征中：（１）１０ｍ风速的权重随着预报时效的增加而

减小；（２）海陆、地表净热辐射、积雪深度水当量、地

面气压、地面感热通量的权重是随着预报时效的增

加而增大的；（３）１０ｍ纬向风分量、１０ｍ经向风分

量、最高净热辐射、总柱水汽量、２ｍ露点温度、降雪

水当量、平均海平面气压、总云量的权重与预报时效

的增加没有明显的相关关系。

　　风是一个二维矢量，即１０ｍ风速由１０ｍ纬向

风分量和１０ｍ经向风分量组成。ＥＣＭＷＦ预测的

１０ｍ纬向风分量、１０ｍ经向风分量和１０ｍ风速，

显然与分析场风速相关。当太阳福射在地球表面上

后，地表会向大气支出热量（地表净热辐射和最高净

热辐射），地表的空气受热膨胀变轻而往上升。热空

气上升后，造成气压分布不均，低温的冷空气横向流

入，这种空气的流动就产生了风。地表感热通量是

由于湍流运动从地面向大气传输的热量通量，一般

表２　各预报时效中特征权重分布（预报时效为２４～１９２犺）

犜犪犫犾犲２　犇犻狊狋狉犻犫狌狋犻狅狀狅犳犳犲犪狋狌狉犲狑犲犻犵犺狋狊犻狀犲犪犮犺犳狅狉犲犮犪狊狋狆犲狉犻狅犱（犳狅狉犲犮犪狊狋犾犲犪犱狋犻犿犲犻狊２４－１９２犺）

特征
预报时效／ｈ

２４ ４８ ７２ ９６ １２０ １４４ １６８ １９２

１０ｍ纬向风分量 ０．０７５ ０．１０７ ０．１０７ ０．１１３ ０．１２２ ０．１４７ ０．１０９ ０．０８０

１０ｍ经向风分量 ０．０２４ ０．０４６ ０．０３１ ０．０５４ ０．００７ ０ ０ ０

１０ｍ风速 １．７０８ １．５８８ １．４７６ １．３３６ １．２０２ １．０１１ ０．９１０ ０．７８０

２ｍ露点温度 ０ ０ ０．０２１ ０．０４５ ０．０３４ ０ ０ ０

２ｍ温度 ０ ０ ０ ０ ０ ０ ０ ０

对流有效位能 ０ ０ ０ ０ ０ ０ ０ ０

过去６ｈ２ｍ最高温度 ０ ０ ０ ０ ０ ０ ０ ０

平均海平面气压 ０ ０ ０ ０．００４ ０．０２２ ０ ０．０１０ ０

过去６ｈ２ｍ最低温度 ０ ０ ０ ０ ０ ０ ０ ０

地形 ０ ０ ０ ０ ０ ０ ０ ０

体感温度 ０ ０ ０ ０ ０ ０ ０ ０

积雪深度水当量 ０ ０ ０ ０．００２ ０．０２６ ０．０６９ ０．０８９ ０．０８３

降雪水当量 ０ ０ ０ ０ ０ ０ ０ ０

日照时间 ０ ０ ０ ０ ０ ０ ０ ０

地表潜热通量 ０ ０ ０ ０ ０ ０ ０．００３ ０

地表净太阳辐射 ０ ０ ０ ０ ０ ０ ０ ０

地表净热辐射 ０ ０ ０．００８ ０．０１７ ０．０５３ ０．０９４ ０．１２０ ０．１４３

地面气压 ０ ０．００１ ０．００７ ０．０１８ ０．０３４ ０．０６３ ０．０７ ０．１０７

地面感热通量 ０ ０ ０ ０ ０ ０ ０．００７ ０

最高净热辐射 ０ ０ ０．０１０ ０．０１９ ０．０４３ ０．０６０ ０．０８５ ０．１０８

总云量 ０ ０ ０．０１５ ０．００１ ０ ０ ０ ０

总柱水汽量 ０．０１３ ０．０２８ ０．０１４ ０ ０ ０．０１０ ０ ０

总降水量 ０ ０ ０ ０ ０ ０ ０ ０

海陆 ０．０２６ ０．０６８ ０．１１１ ０．１６３ ０．２１４ ０．２８５ ０．３１８ ０．３６４
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表３　同表２，但为２１６～３６０犺

犜犪犫犾犲３　犛犪犿犲犪狊犜犪犫犾犲２，犫狌狋犳狅狉２１６－３６０犺

特征
预报时效／ｈ

２１６ ２４０ ２６４ ２８８ ３１２ ３３６ ３６０ 平均

１０ｍ纬向风分量 ０．０４０ ０．０１０ ０ ０．０３０ ０ ０ ０ ０．０６３

１０ｍ经向风分量 ０．０２０ ０．０８３ ０．１０４ ０．０４７ ０．１３８ ０．１３１ ０．１６２ ０．０５６

１０ｍ风速 ０．６９１ ０．５９ ０．５０６ ０．４５１ ０．４３７ ０．４４６ ０．４２５ ０．９００

２ｍ露点温度 ０ ０ ０ ０ ０ ０ ０ ０．００７

２ｍ温度 ０ ０ ０ ０ ０ ０ ０ ０

对流有效位能 ０ ０ ０ ０ ０ ０ ０ ０

过去６ｈ２ｍ最高温度 ０ ０ ０ ０ ０ ０ ０ ０

平均海平面气压 ０ ０．００１ ０．００４ ０ ０ ０ ０ ０．００３

过去６ｈ２ｍ最低温度 ０ ０ ０ ０ ０ ０ ０ ０

地形 ０ ０ ０ ０ ０ ０ ０ ０

体感温度 ０ ０ ０ ０ ０ ０ ０ ０

积雪深度水当量 ０．１２０ ０．１２９ ０．１９３ ０．２０９ ０．２０１ ０．２１４ ０．１９０ ０．１０２

降雪水当量 ０ ０．００７ ０．０１８ ０．００４ ０．０２７ ０．００３ ０ ０．００４

日照时间 ０ ０ ０ ０ ０ ０ ０ ０

地表潜热通量 ０ ０ ０ ０ ０ ０ ０ ０

地表净太阳辐射 ０ ０ ０ ０ ０ ０ ０ ０

地表净热辐射 ０．１７１ ０．１４７ ０．２４７ ０．２６４ ０．２９０ ０．３０１ ０．２８６ ０．１４３

地面气压 ０．１２１ ０．１２２ ０．１７３ ０．１７７ ０．１７７ ０．１６６ ０．１６９ ０．０９４

地面感热通量 ０．０１９ ０．０２０ ０．０５９ ０．０７１ ０．０９９ ０．０８９ ０．０８３ ０．０３０

最高净热辐射 ０．０８８ ０．０４９ ０．０６７ ０．０４３ ０．０４１ ０．０５１ ０．０７３ ０．０４９

总云量 ０ ０ ０．００１ ０ ０ ０ ０ ０．００１

总柱水汽量 ０．０１３ ０．０８７ ０ ０ ０ ０ ０ ０．０１１

总降水量 ０ ０ ０ ０ ０ ０ ０ ０

海陆 ０．３８２ ０．４１７ ０．４４０ ０．４６２ ０．４５８ ０．４５５ ０．４７０ ０．３０９

地风速越大，感热通量越大（阳坤等，２０１０）。当阳光

照向地球表面上时，云、地面积雪从中吸收一部分热

辐射，所以云和地面积雪的分布会影响地表热量分

布。２ｍ露点温度和总柱水汽量是衡量空气湿度的

重要指标，风是表征大气运动的变量，湿度的分布因

大气的运动而改变，在数值预报中，风会引起湿度场

的迅速改变（陶祖钰等，２０１６）。海陆是区分陆地和

海洋的重要特征，因海洋和陆地受热不均匀造成地

面与海平面气压不同，从而在海岸附近形成的一种

有日变化的风系。以预报时效为２１６ｈ为例对海陆

因素的影响进行进一步的对比分析，它们的区域预

测ＲＭＳＥ空间分布如图５所示，去掉海陆后，海域

及沿海地区的ＲＭＳＥ明显上升，说明海陆对风速预

测确实有重要作用，从一定程度上反映了使用

ＬＡＳＳＯ方法进行特征选择的合理性。

４　订正结果

４．１　预报时效订正

分别采用机器学习（ＬＡＳＳＯ回归、随机森林和

深度学习）和 ＭＯＳ方法，对华北地区进行风速格点

预测，预报时效为２４～３６０ｈ（时效间隔为２４ｈ）。

并结合ＥＣＭＷＦ分析场对预报能力进行客观检验。

在测试集进行测试，对每个预测时效（样本量３６０×

１４３个）计算ＲＭＳＥ和精准度，结果如图６所示：机

器学习、ＭＯＳ法和ＥＣＭＷＦ的预报精度都在随着

预报时效的增加而下降；ＭＯＳ方法和机器学习的预

报效果优于ＥＣＭＷＦ，并且在未来第８～１５ｄ，ＭＯＳ

方法和机器学习方法预报效果明显优于ＥＣＭＷＦ；

在未来第１～５ｄ，机器学习方法略优于 ＭＯＳ方法，

在未来第６～１５ｄ，机器学习方法明显优于 ＭＯＳ方

法。总之，机器学习对ＥＣＭＷＦ在不同时效的１０ｍ

风速预报有不同程度的订正，尤其对未来第８～１５ｄ

有明显的订正。

４．２　区域订正

分别采用ＬＡＳＳＯ回归、随机森林、深度学习和

ＭＯＳ方法，对华北地区进行风速格点预测，预报时

效为２４～３６０ｈ（时效间隔为２４ｈ）。并结合ＥＣＭ

ＷＦ 分 析 场 对 预 报 能 力 进 行 客 观 检 验。

在测试集进行测试，分别对预报时效为７２、１９２和
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图５　去掉海陆因素前后的风速预测空间分布（单位：ｍ·ｓ－１）

（ａ）基于随机森林的订正（有海陆因素），（ｂ）基于随机森林的订正（没有海陆因素），

（ｃ）基于深度学习的订正（有海陆因素），（ｄ）基于深度学习的订正（没有海陆因素）

Ｆｉｇ．５　Ｐｒｅｄｉｃｔｉｏｎｏｆｓｐａｔｉａｌｄｉｓｔｒｉｂｕｔｉｏｎｏｆｗｉｎｄｓｐｅｅｄｂｅｆｏｒｅａｎｄａｆｔｅｒｒｅｍｏｖｉｎｇｔｈｅｌａｎｄｓｅａｍａｓｋ（ｕｎｉｔ：ｍ·ｓ
－１）

（ａ）ｃｏｒｒｅｃｔｉｏｎｂａｓｅｄｏｎｒａｎｄｏｍｆｏｒｅｓｔ（ｗｉｔｈｌａｎｄｓｅａｍａｓｋ），（ｂ）ｃｏｒｒｅｃｔｉｏｎｂａｓｅｄｏｎ

ｒａｎｄｏｍｆｏｒｅｓｔ（ｗｉｔｈｏｕｔｌａｎｄｓｅａｍａｓｋ），（ｃ）ｃｏｒｒｅｃｔｉｏｎｂａｓｅｄｏｎｄｅｅｐｌｅａｒｎｉｎｇ

（ｗｉｔｈｌａｎｄｓｅａｍａｓｋ），（ｄ）ｃｏｒｒｅｃｔｉｏｎｂａｓｅｄｏｎｄｅｅｐｌｅａｒｎｉｎｇ（ｗｉｔｈｏｕｔｌａｎｄｓｅａｍａｓｋ）

图６　ＥＣＭＷＦ、三种机器学习模型、ＭＯＳ在预报时效上的预测效果

（ａ）ＲＭＳＥ，（ｂ）预报准确率

Ｆｉｇ．６　ＣｏｍｐａｒｉｓｏｎｏｆＥＣＭＷＦ，ｔｈｒｅｅｍａｃｈｉｎｅｌｅａｒｎｉｎｇｍｏｄｅｌｓａｎｄＭＯＳｐｒｅｄｉｃｔｉｏｎ

（ａ）ＲＭＳＥ，（ｂ）ｆｏｒｃａｓｔａｃｃｕｒａｃｙ

３３４　第３期　　　 　　　　　　　　　孙全德等：基于机器学习的数值天气预报风速订正研究　　　　　　　　 　　　　　



３１２ｈ中的每个格点（样本量３６０个）计算ＲＭＳＥ，结

果如图７所示：随着预报时效的增加，机器学习、ＭＯＳ

法和ＥＣＭＷＦ在各格点预测的误差都呈逐渐上升趋

势；机器学习和ＭＯＳ法在格点上对ＥＣＭＷＦ都有不

图７　ＥＣＭＷＦ（ａ）、ＭＯＳ（ｂ）、ＬＡＳＳＯ（ｃ）、深度学习（ｄ）和随机森林（ｅ）在区域上的

７２ｈ（ａ１，ｂ１，ｃ１，ｄ１，ｅ１）、１９２ｈ（ａ２，ｂ２，ｃ２，ｄ２，ｅ２）、３１２ｈ（ａ３，ｂ３，ｃ３，ｄ３，ｅ３）预测结果（ＲＭＳＥ，单位：ｍ·ｓ
－１）

Ｆｉｇ．７　ＥＣＭＷＦ（ａ），ＭＯＳ（ｂ），ＬＡＳＳＯ（ｃ），ｄｅｅｐｌｅａｒｎｉｎｇ（ｄ）ａｎｄｒａｎｄｏｍｆｏｒｅｓｔ（ｅ）

ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓ（ＲＭＳＥ）ｄｉｓｔｒｉｂｕｔｉｏｎｉｎａｒｅａ（ｕｎｉｔ：ｍ·ｓ
－１）

（ａ１，ｂ１，ｃ１，ｄ１，ｅ１）７２ｈ，（ａ２，ｂ２，ｃ２，ｄ２，ｅ２）１９２ｈ，（ａ３，ｂ３，ｃ３，ｄ３，ｅ３）３１２ｈ
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同程度订正；机器学习在北京地区的预测精度优于

其他地区；ＥＣＭＷＦ和 ＭＯＳ法对海域预测较差，机

器学习明显改善了对海域及沿海地区预测的精度；

总之，机器学习对ＥＣＭＷＦ在不同区域的１０ｍ风

速预报有不同程度的订正，尤其对海域及其沿海地

区有明显的订正。

５　结　论

本文基于机器学习方法针对数值天气预报模式

ＥＣＭＷＦ预测的１０ｍ风速进行了订正。较之于传

统 ＭＯＳ订正方法，本研究中机器学习模型构建中

综合考虑了多种气象要素特征，获得了更完善的风

速订正模型。结果表明，机器学习对不同时效的

１０ｍ 风速预报有不同程度的订正，随着预报时效的

增加，订正的力度越来越大。尤其是ＬＡＳＳＯ回归

算法不仅提高了风速订正的准确性，还在特征选择

上表现非常出色；特征选择降低机器学习任务的难

度，减少了计算和存储开销，从而优化了学习模型。

研究表明，对１０ｍ风速预测有影响的特征主要（按

平均权重由大到小排序）是１０ｍ风速、海陆、地表

净热辐射、积雪深度水当量、地面气压、１０ｍ纬向风

分量、１０ｍ经向风分量、最高净热辐射、地面感热通

量、总柱水汽量、２ｍ露点温度、降雪水当量、平均海

平面气压、总云量。通过机器学习算法自适应获得

的气象要素特征集从一定程度上也有助于加深对以

往建立的风速预测物理模型所使用的气象要素组合

的认识。
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